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Abstract 

Espidan ironstone industries is one of the most consumed power industries in the electricity supply 

chain of Isfahan province as the second industrial hub of the country and one of the main suppliers of 

raw materials in the supply chain of the country's steel industry. Planning in a large-scale electricity 

supply chain, in a space full of uncertainty, is begin with electricity demand forecasting. In this paper, 

a hybrid long-term demand forecasting method in the electricity supply chain of Isfahan's ironstone 

industries using a combined data mining method including wavelet transform, deep learning and inten-

sive learning machine is proposed. The used data in this study is according to the recorded information 

from the electrical energy demand signal of Espidan ironstone industries in a period of 40 months in 

the form of 24-hours. The data in a part of the study period due to the lack of production of this 

industry in some hours are interrupted. So that only 40% of the data had a value and the remaining, 

60% were zero. This subject led to information deficiencies and increases the forecasting error up to 

40% in the first step of the proposed algorithm. By completing the first step of the proposed model 

with intense learning machine (ELM) the forecasting error is reduced and it was possible to create an 

improved forecasting model for supervised training. Finally, simulation results are compared with 

other available approaches such as support vector machine and decision tree. The results show the 

improvement and reduction of error and a significant increase in the accuracy of the proposed method 

in long-term demand forecasting in the electricity supply chain of Espidan ironstone industries. 
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عنوان نایع پر مصرف برق در زنجیره تامین انرژی الکتریکی استان اصفهان بهیکی از ص دانیسنگ آهن اسپ عیصناچکیده: 

 در ریزیکنندگان اصلی مواد اولیه در زنجیره تامین صنایع فولاد کشور است. برنامهدومین قطب صنعتی کشور و یکی از تامین

 آغاز الکتریکیتقاضای انرژی  بینیپیش طعیت، بابا ابعاد بزرگ در فضائی پر از تردید و عدم ق یک زنجیره تامین انرژی الکتریکی

 دانیسنگ آهن اسپ عیصنا یکیالکتر یانرژ نیتام رهیبلندمدت تقاضا در زنج ینبیشیپیک روش  مقالهدر این  .گرددمی

 نیاشکاوی مبتنی بر متکنیک داده و عمیق یشبکه عصبیک روش ترکیبی شامل تبدیل موجک، با استفاده از  اصفهان

های مورد نظر در این مطالعه با توجه به اطلاعات ثبت شده از سیگنال تقاضای انرژی پیشنهاد شده است. داده دیشد یریادگی

ساعته استخراج و استفاده شده است.  24صورت ماهه و به 40الکتریکی صنایع تولیدی سنگ آهن اسپیدان در یک بازه زمانی 

درصد از  40که فقط طوریعدم تولید این صنعت در بازه مورد مطالعه منقطع بود به ها در بخشی از دوره مورد نظر ناشی ازداده

بینی اند. این موضوع باعث نقص اطلاعات و بالا رفتن خطای پیشدرصد مابقی صفر یا ناهمگون بوده 60ها دارای مقدار و داده

بینی و کاهش خطای . جهت بهبود پیشدرصد شد 40در بخش اول الگوریتم پیشنهادی در خروجی شبکه عصبی عمیق تا 

برای انجام  یافتهبهبود بینیمدل پیش یـکامکان ایجاد  ،ماشـین یـادگیری شـدیدایجاد شده، با تکمیل مدل پیشنهادی با 

ماشین بردار پشتیبان و درخت  مانند های دیگریدست آمده با تکنیکهمیسر گردید. در نهایت نتایج بنظارت تحت آموزش 

مدت -بینی بلندنتایج بهبود و کاهش خطا و افزایش قابل توجه دقت روش پیشنهادی در پیش .شده است گیری مقایسهتصمیم

 .دهندرا نشان می دانیسنگ آهن اسپ عیصنا یکیالکتر یانرژ نیتام رهیتقاضا در زنج
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 مقدمه-1

گوئی به ی وسیع باید توانایی لازم در پاسخکننده چند سطحی با مقیاسعنوان شبکه تامینزنجیره تامین انرژی الکتریکی به

درخواست مورد نیاز سایر متقاضیان ذیل این زنجیره تامین و همچنین زنجیره تامین انرژی الکتریکی صنایع را داشته و قادر به 

جیره تامین جهت افزایش قابلیت اطمینان در زنترین مراحل یکی از مهم .باشد مطلوبکیفیت  گوئی تقاضای درخواستی باپاسخ

رو با توجه به تنوع مدت آینده است. از اینریزی استراتژیک و بلندجهت برنامهو سیر تغییرات آن  تقاضابینی ، پیشمورد نظر

یابی به محصول نهایی در کارگیری و تبدیل فیزیکی کالاها جهت دستاستفاده از انرژی الکتریکی و اهمیت استفاده از آن در به

ها عنوان صنایع مادر، بررسی نیازهای آینده آندستی آن بهکشور نظیر صنایع فولاد و صنایع بالادستی و پائینصنایع پر مصرف 

گوئی بلادرنگ به نیازهای پیش رو های لازم وتوانایی پاسخریزی جهت گسترش زیرساختجهت تامین خطوط اعتباری و برنامه

ر در پاسخ به نیاز مشترکان علاوه بر ایجاد نوسان و اختلال در زنجیره تامین ناپذیر بوده و هرگونه نوسان و تاخیامری اجتناب

افت و اختلال مکرر در زنجیره تولید و خدمات صنایع مرتبط های پسکنندگان، باعث افزایش هزینهانرژی الکتریکی این مصرف

نفعان در سراسر . در این حالت عامل نوسانات مالی پرهزینه و ایجاد ضرر و زیان برای کلیه ذی[1،2] و وابسته خواهد شد

  .[3،4] گرددزنجیره تامین کالاهای مصرفی وابسته به این صنایع می

کشورهای مختلف دنیا بـه دنبـال  کهطوریهبر عصر حاضر بوده د و دنیای صنعتی بشر معضلاتترین اصلییکی از انرژی تامین 

ترین . شایان ذکر است که انرژی الکتریکی از مهم[5،6] هستند تریانرژی با قابلیت اطمینان و کیفیت بالا دسترسـی بـه منـابع

های سالمربوط به  تقاضابینی های پیشبررسی منحنی [7،8] گیردز مورد استفاده قرار میدر دنیای امرو کـه هایی اسـتانرژی

و با  ای نزدیکشود در آیندهمی بینیپیشای که گونههب دهندرا نشان می مصارف انرژی الکتریکی و تقاضا رشد روزافزون اخیر

این امر باعث گسترش و . [9،10] گردد این انرژی با افزایش بالایی روبرو یتقاضا های کاربردی و تنوع مصرف،ولوژیتکن ظهور

 هاینوسان باعث بروز اختلال و ایجاد ،نهائیپرمصرف بینی نشده تقاضا از سوی مشترکان و تغییرات پیششود میتنوع تقاضا 

فراوان در زنجیره تامین های لختلاامشکلات و که در نهایت منجر به بروز  گرددمی 1شدید در زنجیره تامین انرژی الکتریکی

  .[11] گرددمی

 روشی [12] قالهم در ست.ا استوار ایهای نقطهبینی، بر پیشتقاضابینی در زمینه پیش ی مشابههاپژوهشدر تمرکز ترین بیش

ارتباط بین  در نظر گرفتنبر  که عـلاوه شدهو قیمت برق ارائه  تقاضابینی های پیشمدل ها برای آمـوزشبرای انتخاب ویژگی

 [13] مقالهاست. در شده ته گرف هـا بـر یکـدیگر نیـز در نظـرها، اثر متقابل ویژگیمیان آن های مشـابهها و تکرار دادهویژگی

عنوان متغیرهای اصلی در زنجیره تامین انرژی الکتریکی بهو قیمت  تقاضا بینیبرای پیش از چهـار بخـشتشکیل شده وشـی ر

ارزش  اطلاعات بابا حفظ  سیگنال اصـلی تفکیکاز تبدیل موجک برای  ابتداپیشنهاد شده است. در  و خدمات انرژی الکتریکی

ترین تکرار بهره بیشترین ارتباط و کم ها بـامدل الگوریتم انتخاب فازی برای انتخاب بهترین داده از در ادامه و استفاده شده

 کاربهخروجی بردار پشتیبان  چند–کننده بر اساس سیستم چند ورودیبینییک موتور پیشدر بخش بعدی  گرفته شده است.

عسل  یافته کلونی مصنوعی زنبور بهبود بینـی و روشخطای ناشی از پـیش شاملهدف  تابع با توجه بـه خرآدر  گرفته شده و

-یکـی از روش 2سـازی تـوده ذراتلگوریتم بهینها .پرداخته شده استشبکه بردار پشتیبان پیشنهادی  هایبه تنظیم شاخص

تقاضای انرژی  بینیپشتیبان در ساختن مدل پیش بـردارهای دست آوردن مقادیر بهینه ماشیناست که برای به هـایی

 گردید.ترکیب  3شبکه سازی گذاراین الگوریتم با الگوریتم بهینه [16] مقالهدر . [15،14] تاس رفته کاربهالکتریکی فراوان 

محدودکردن منطقه  ابتدا از الگوریتم گذار شبکه بـرایکه طوریبخش بود بهشامل دو  در ایـن مرجـعروش ارائـه شـده 

تا در منطقه انتخاب  شده سازی توده ذرات وارد عملپس الگوریتم بهینهسشود و می جستجو برای یافتن مقادیر بهینه استفاده

مقادیر بهینه مدل رگرسیون  بـرای یـافتن 4از نظریه آزمون قـائمنین مچه. دپشتیبان را بیاب شده مقادیر بهینه ماشـین بـردار

-چشم صـورتمیانگین رگرسیون چنـدکی را بـه روش [18] مرجـع .[17] استفاده شده استمطالعه  این بردار پشتیبان در

-بزرگ از مدل ایکارسازی روند انتخاب از میان مجموعـهاصلی برای خود هـایلفهو از تجزیه و تحلیل مو دادهگیری گسترش 

مختلف و های تبهای برق در ساع گـذاری. ایـن روش بـرای قیمـتاستفاده شده استهستند  نی کـه در دسـترسبیهای پیش

 بینیهای پیشآمد است. یکی از روشها بسیار کارازطریق داده سطوح مختلف خدمات انرژی الکتریکی درتامین در زنجیره 
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-است. بیشتر روش بینی قیمت برق مورد استفاده قـرار گرفتـهکـه در پیشاست استفاده از روش میانگین رگرسیون چندکی 

ای بوده که مقدار مورد انتظار تقاضای انرژی را در صورت نقطهتقاضای انرژی الکتریکی به بینیهای ارائه شده در مبحث پیش

اسـت.  بینیبرق افزایش یافته و کمتر از همیشه قابل پیش های هوشمند میزان تقاضـایدهد. در شبکهنقطه ارائه می هر

-در آینده ارائه می تقاضامتغیر بودن و عدم اطمینان مقادیر  بینی بار احتمالاتی، اطلاعات بیشتری را در مورددرنتیجه، پیش

ایــن  .دارد اهمیــت بسـیار الکتریکیتولید و انتقال انرژی هایسیستم تامین زنجیره ریزی و عملیات درو برای برنامه دهـد

ای چندکی بر روی مجموعهاحتمالاتی با اسـتفاده از میـانگین رگرسـیون تقاضایبینی عملــی بــرای پیش کارراهروش، یــک 

استفاده از الگوریتم و  هاوزن شـامل ترکیـب فـازی هاییوشر [20] قالهدر م .[19] کندمی ای پیشنهادهای نقطهبینیاز پیش

اند. در با یکدیگر ترکیب شده و فیلتر کـالمن مقادیر بهینه پارامترهای ماشین بردار پشتیبان دسـت آوردنبـرای بـه 5خفـاش

شود. سپس الگوریتم ساخته می برای یـافتن شـباهت میـان روزهـا 6وزر-به-توپولوژیکی روز بتـدا یـک شـبکها [21] قالهم

تا از این طریق مجموعه  گرددمی روی شبکه تولید شده در مرحلـه قبـل اعمـال 7شروع مجدد روی تصادفی همـراه بـاپیاده

 [22]مرجع  در .شود آموزش داده بینیون ماشین بردار پشتیبان مدل پیشاستفاده از مدل رگرسی و بـا دهآمـوزش تولیـد شـ

یادگیری عمیق  روش از و بوده خـانگیتقاضایتقاضا در سطوح پائین زنجیره تامین انرژی الکتریکی و بینی تمرکز روی پیش

در  بینی بـاربرای پیش مدت بلند-بر اساس شبکه حافظه کوتاه نیز مدل جدید دیگری [23] قالهم در .استفاده شده اسـت

 نیـز یـک شـبکه [24] قالهم اسـت. در گردیده مناطق مسکونی ارائهزنجیره تامین انرژی الکتریکی و در  ترین سطحپائین

 در .گردیده استارائه  تقاضابینی منظور پیشمارکوارت به-الگـوریتم لـونبرگاز با استفاده عصبی مبتنی بر روشی اصلاح شـده 

( ELM) 8ماشـین یـادگیری شـدیدبـراساس ترکیب  تقاضای برقبینی احتمالاتی روشی ترکیبی برای پیش [25]مرجع 

منتخب استاندارد های شده با استفاده از داده مـدل ارائـه .است گردیدهاسترپ ارائه عصبی موجک و بوت یافتـه، شـبکهتعمـیم

آزمایش قرار گرفته است. تمرکز  تست و استرالیا مـوردکشور اونتاریو و استان  برق بازاردر زنجیره تامین انرژی خدمات و 

های بینیاین مطالعه پیش چنـدکی اسـت. درسیونبر بهبود شبکه عصبی مبتنی بر رگر [26] قالهر ممطالعه انجام شده د

های عصبی شبکه ک مـدل ترکیبـی مبتنـی بـری [27] قالهم ارائـه شـده اسـت. در هـای زمـانیدر دوره تقاضااحتمالاتی 

پیشنهادی بـر روی  اسـت. الگـوریتمروزانـه پیشـنهاد شـده  تقاضایبینی پیک پیش ایبازگشتی و روش گردش پویای زمان بر

اروپایی در  شـبکه انرژی الکتریکی موجود درتقاضای هـایدادهسازی شده و روی مجموعهپیاده 9پلـت فـرم یـادگیری عمیـق

آوری جمع وفقـی بـرای تخمین چگـالی کرنـل و روش میـانگین [28] قالهر ماسـت. دتست گردیده های هوشـمند، وریآفن

نامشخص  هـایبینـی کمیـتمتصـل بـه هـم بـرای پـیش رمزنگار خودکار کار گرفته شده است و ازبه تقاضاپروفیل و چگالی 

 تقاضایبرای تخمین هم قرار دارند مناطقی که در همسایگی های توانبهره گرفته شده است. در ایـن روش الکتریکی  انرژی

 یک روش داده [29] قالهم درد. شونجمع می با یکدیگر درخواستبندی پروفیل با روشی مبتنی بر خوشه تروسیع منـاطق

 ها با استفاده از تبدیلداده ارائه شده اسـت. در ایـن مطالعـه تقاضامدت -بینی کوتاهپیش محور مبتنی بر یادگیری عمیق بـرای

 با استفاده از تقاضابرق، دما و  انرژی قیمتهائی چون پارامترگیرند و وابستگی میان می ازش قـرارمـورد پـرد 10جعبه کاکس

-وشی مبتنـی بـر شـبکهر [30] قالهم . دراندگرفتهتحلیل قرار  مـورد تقاضای پیک اهای پارامتری کاپولا و محاسبه آستانهمدل

 منظور بهبود قابلیت تعمـیم شـبکهای بهاستراتژی دو مرحله ارائـه شـده اسـت. ایـن روش شـامل یـکعمیق باقیمانده  هـای

کارلو استفاده شده است. -از روش مونت تقاضای انرژی الکتریکی بینـی احتمـالاتیمنظور انجام پیشهمچنین به است. مذکور

زمان پیشنهاد شده است. در ابتدا، یـک مـدل  صبی کانولوشن چند مقیاسـی بـا شـناختیک مدل شبکه ع [31] قالهدر م

روشی مبتنی بر  [32] قالهکند. در ماستخراج می هـا راهـای سـطوح متفـاوت دادهکانولوشن عمیـق ویژگـی شـبکه عصـبی

بـا در نظـرگرفتن اثر تولیدات  زنجیره تامین انرژی الکتریکیدر  خـالص یتقاضابینی احتمالاتی پیش های عصـبی بـرایشبکه

  .توان خورشیدی ارائه شده است

مدت است. همچنین هدف تعیین شده برآورد -بینی تقاضای انرژی الکتریکی کوتاهدر اکثر تحقیقات ارائه شده افق زمانی پیش

های عنوان دادههای مورد استفاده در تحقیقات ارائه شده بهطرفی داده مسکونی و نظیر آن بوده است. از تقاضا در سطح مناطق
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های آب هوائی و فصلی و های داده استاندارد درخواست انرژی الکتریکی منتخب جهانی و دادهورودی عمدتاً بر اساس پایگاه

 اند.مورد مطالعه قرار گرفتهپائین  کنندگان با دیماندو مصرفبوده  اکثراً در آخرین سطح زنجیره تامین انرژی الکتریکی 

 

 و ماشین یادگیری شدید عمیق شبکه عصبی مبتنی بر تبدیل موجک، پیشنهادی بینیپیش روش -2
 10عنوان یکی از انرژی الکتریکی در صنایع تولید سنگ آهن اسپیدان به تقاضای مدت-بینی بلنددر این مقاله یک روش پیش

مین انرژی الکتریکی استان اصفهان پیشنهاد شده است. این روش ترکیبی هوشمند، مبتنی بر بر در زنجیره تاصنعت انرژی

 [35] کاوی مبتنی بر ماشین یادگیری شدیدو ترکیب آن با متدهای داده 12[34] ، شبکه عصبی عمیق[33] 11تبدیل موجک

 31الی  1396فرودین  1ماهه از  40ساعته روزانه در یک دوره  24های های مورد استفاده در این مطالعه شامل داده. دادهاست

بینی را به سمتی جدید سوق داد، های در دسترس شرایط روش پیشاست. هر چند نواقص موجود در سیگنال داده 1399تیر 

عدم دسترسی به  تقاضا وهای واقعی های مناسب با طول سیگنال مشابه دادهوجود دادهها و عدم لیکن نواقص موجود در داده

یابی به خطای قابل قبول را در افق زمانی بلند مدت فراهم نمود. از نوآوری و ایجاد مسیری جدید جهت دست ،های متفاوتداده

های لازم و تنها سابقه سیگنال تقاضا در دوره مورد نظر، توان به حداقل دادهوجوه تمایز این تحقیق با سایر تحقیقات مشابه می

-بودن آن اشاره نمود. با توجه به این نکته که فرآیند پیشهای در دسترس و منقطعزمانی داده نقص اطلاعات موجود در سری

رخوردار بودند، وجود ب لازمها از کمترین عدم وضوح مدت انجام گرفته و همچنین داده-بینی تقاضا در یک افق زمانی بلند

در گردد.  بیشتر روتغییرات شدید و ناگهانی در مصرف ساعتی باعث شد تا طول سری زمانی یکسان نبوده و مشکلات پیش

مورد های مشابه با داده 14گیریتصمیم درخت، 13ماشین بردار پشتیبان ماننددیگری  هایروش دست آمده باهنتایج ب ادامه

بینی کار رفته در پیشبه روشسازی حاصل از روش پیشنهادی نشانگر توانائی قابل توجه نتایج شبیه .گرفته استمقایسه قرار 

کاوش جدید  .استبلند مدت تقاضا در زنجیره تامین صنایع تولید سنگ آهن اسپیدان با خطای بسیار مناسب و قابل قبول 

( 1روندنمای روش پیشنهادی در شکل ) رو است.وت تحقیق پیشقبول در این زمینه از نقاط ق کاری موثر و قابلجهت ایجاد راه

الکتریکی کشور و حوزه  انرژی سراسری مستقر در شبکه 15هایبرگرفته از ثبات ،های خامشده است. در ابتدا دادهنشان داده 

آوری زمانی مورد نظر جمع افقاین تحقیق در  عنوان زنجیره تامین انرژی الکتریکی صنعت مورد مطالعه درای اصفهان بهمنطقه

ها و درصد کل داده 80صورت تصادفی به دو زیرمجموعه آموزش معادلها بهپردازش، داده-پس از انجام فرآیند پیشگردد. می

گردد. اگر در الکتریکی تقسیم میمدت انرژی-بینی بلندها برای تست، ارزیابی مدل و پیشدرصد داده 20زیرمجموعه معادل 

صورت در این ،ها را حفظ کنندو خروجی مطلوب فقط داده جای یادگیری رابطه بین ورودیها بهفرآیند آموزش مدلطول 

 های جدید را نخواهد داشت. لازم به ذکر استو مدل جدید قابلیت تعمیم برای دادهافتد اتفاق می بیش برازش دادهپدیده 

عنوان ورودی به تبدیل موجک یک ها بهآموزش قرار ندارند. در ادامه دادهبه هیچ عنوان در پایگاه داده آزمایش های داده

در بخش اول الگوریتم  گردد.تجزیه می 1a 17و فرکانس پائین 1d 16سطحی وارد شده و به دو طیف سیگنال فرکانس بالا

ها تحت کند و شبکهمیرا تامین  یادگیری عمیقهای های تجزیه شده از خروجی تبدیل موجک ورودی شبکهداده پیشنهادی

های صنعت تحت دلیل فقدان اطلاعات و نواقص موجود در سری زمانی دادهگیرند. بهبینی و ارزیابی قرار میآموزش، پیش

-یادگیری با استفاده از خروجی تبدیل موجک و دو شبکه مطالعه و با توجه به درصد بالای خطا در مرحله اول، در بخش دوم

ادامه گیرند. جزئیات بخش دوم روش پیشنهادی به تفصیل در با تاخیر قرار می نظارت شده آموزش مرحله واردها داده ،عمیق

آموزش  عمیقیادگیریهای جدید عنوان ورودی شبکه. نتایج خروجی این بخش تحت یک ماتریس با دو ویژگی بهگرددمیبیان 

های جدید گیرند. در بخش سوم خروجی نهائی شبکهمی بینی، مورد تست و ارزیابی قراردیده وارد شده و پس از پیش

های قدرتمند در کار با دادهکه ابزاری  18ماشین یادگیری شدیدعنوان ورودی آموزش دیده در بخش دوم به عمیقیادگیری

یشنهادی بینی تقاضا در الگوریتم پشود. خروجی این شبکه هدف نهائی پیشدسترس و ناقص است، در نظر گرفته می خـارج از

 است.

 

 ها کاوی و بررسی محتوای دادهداده -1-2



 1-20 /1401 بهار /نهشماره چهل و  /سیزده های هوشمند در صنعت برق/ سالنشریه روش

(5) 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 (: روند نمای روش ترکیبی پیشنهادی1شکل )

Figure (1): The proposed method flowchart 

 

 24ای هماه داده 40طوریکه از حدود است به سیگنال تقاضا در صنایع تولید سنگ آهن اسپیدان دارای کمبودهای زیادی

هائی که طول آن یکسان با بنابراین دادهها دارای مقدار بوده و بقیه اطلاعات صفر و یا منفی است. درصد داده 40ساعته فقط 

های عصبی معمولی ممکن در شبکه 19طول سری زمانی مورد نظر باشد وجود ندارد و امکان ایجاد رابطه بین ورودی و خروجی

بینی، تحقیق مورد نظر را به سمت پیشنهاد یک روش ترکیبی موجود در روند پیش 20یژگیکمبودهای موجود در تک و نیست.

 ای جهت حصول برآورد تقاضا با خطائی قابل قبول سوق داد.سه مرحله

 

 ها پردازش داده-پیش -2-2

دلیل عدم تولید در به تقاضای صنعت مورد مطالعه اصلی نشان داده شده سیگنالب( -2الف( و )-2) هایگونه که در شکلهمان

( وضعیت سیگنال اصلی پس از حذف مقادیر ناهمگون و 3زمانی مورد نظر ناقص و ناهمگون است.در شکل )درصد از بازه 60

بسیاری غیر صفر هستند.  ساعت دارای مقادیر 12000ها معادل درصد از داده 40دهد که حدود صفر ارائه گردیده و نشان می

راحتی در توصیف فرکانسی همان سیگنال قابل توصیف زمانی یک سیگنال قابل مشاهده نیستند، به از اطلاعاتی که در

دست آوردن اطلاعات بیشتر از یک سیگنال در حوزه زمان بر ریاضی مانند تبدیل موجک برای به هایتبدیل .هستند دسترسی

کتریکی دارای اطلاعات نامنظم بوده که ناشی از شوند. در عمل، سری زمانی تقاضای انرژی الآن سیگنال اعمال میروی 

های فرکانس بالا اگرچه مولفه .[36] و شیب تغییرات پیک تقاضا است تقاضاتغییرات رفتاری پیک تقاضا، تغییرات سطح 

دهد که تا اصلی ارائه می تقاضایرفتاری جهشی و نویزی دارند، مولفه فرکانس پایین یک الگوی شفاف و مشابه سیگنال 

شرو 

تبدیل موجک
سیگنال  رکان  
با تبدیل  
موجک

سیگنال  رکان  
پا ین تبدیل 
موجک

ورودی داده های به 
شبکه عصبی عمیق 

آموزش مدل های پیش بینی با استفاده از ورودیهای جدید و با استفاده از هر یک از نقا  اندازه گیری در مجموعه داده ها

اعتبار سنجی از هریک از مدل های پیش بینی

آزمایش هر یک از مدل های پیش بینی

پیش بینی تقاضای بار 

پایان

داده کاوی

آموزش تح  نظارت

              دریا   ا  عات  و داده  ا  از مراجع اصلی و عملیاتی                           

(IGMC،مدیری  مصر  انرژی اصفهان،  دی پاچینگ من قه مرک ی کشور )

شبکه عصبی عمیق 
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به دو مولفه سطح در یک  S تقاضااست. در خروجی تبدیل موجک سیگنال اصلی پیک  تقاضاحدودی هموارتر از سیگنال اصلی 

 شود:صورت زیر بیان میبهمعمولاً  f(t)تبدیل موجک سیگنال زمانی  شود.تجزیه می 1dو فرکانس بالای  1aفرکانس پایین 

      *1
X a,b f t t b / a dt

a







                                                                      )1( 

 که در آن:
j ja 2 ,b k2 R     and a 0              )2( 

 a  وb  به ترتیب پارامترهای مقیاس و شیفت زمانی وt)ψ( 21. خانواده موجک مادر داباچیز[37] موجک مادر هستند )Db(  از

 .[38] های متعامدند که برای تجزیه سیگنال تقاضای روزانه مناسب هستندموجک
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 صنایع تولید سنگ آهن اسپیدان منق ع ی الکتریکی(: سیگنال تقاضای انرژی الکتریکی و برش زمانی تقاضای انرژ2شکل )
Figure (2): (a): Electricity demand signal and (b): Time cut of intermittent electricity demand of Espidan ironstone production industries 

 

سیگنال تقاضای انرژی الکتریکی بعد از  ذ  مقادیر صفر 
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 یع تولید سنگ آهن اسپیدان پ  از  ذ  مقادیر صفر(: سیگنال تقاضای انرژی الکتریکی صنا3شکل )

Figure (3): Electrical energy demand signal of Espidan ironstone production industries after elimination of heterogeneous zero values 



 1-20 /1401 بهار /نهشماره چهل و  /سیزده های هوشمند در صنعت برق/ سالنشریه روش

(7) 

 بینیهای پیشکارگیری مدلآموزش و به -3-2

 در بخش اول عمیقیادگیری های عصبی آموزش شبکه -2-3-1

. است عصبی عمیقگیرد شبکه های زمانی مورد استفاده قرار میبینی سریطور وسیعی در پیشهای عصبی که بهیکی از شبکه

است.  بالائی را نشان داده های کمتر عملکردها با تعداد پارامترداده سازیها در محاسبه توابع غیرخطی و مدلکاربرد این شبکه

 کرده و در نتیجه استفاده هاداده پردازش پیچیده برای هایو روش ریاضی سازیمدل از های عصبی عمیقکههمچنین شب

دهد. را نشان می عصبی یادگیری عمیق( ساختار معماری یک واحد شبکه 4شکل ) .دنیابمی خوبی به را داده پنهان الگوهای

کاهش ه این روش جلوگیری از صفر شدن گرادیان در روش روشی برای آموزش عمیق است و هدف اصلی ارائ این شبکه

دهد. با از بین رفتن شیب، رخ می 22انتشاراست که در زمان آموزش یک مدل شبکه عصبی با استفاده از الگوریتم پس گرادیان

عصبی شبکه  دهد و چنین مدلی توانایی تعمیم در زمان آزمایش را ندارد. دررخ میها بیش برازش دادهدر مرحله آموزش 

شود. این لبه دارای هر نورون در لایه مخفی یک سلول حافظه است و یک لبه بازگشتی دارد که به خود نورون متصل می عمیق

این شبکه دارای پنج واحد اصلی شامل بلوک حافظه،  شود.وزنی برابر با یک است که باعث حفظ شیب در مرحله آموزش می

های بازگشتی خطی های حافظه واحدها و بلوک فراموشی است. سلولها، واحد خروجیرودیهای حافظه، واحد دریافت وسلول

آیند که در شبکه به گردش در می CECسازی و خطا توسط های فعالشوند. سیگنالشناخته می 23(CECدارند که با عنوان )

ای ورودی، خروجی و فراموشی آموزش داده همدت عمل کند. واحد-سازی کوتاهشود این بخش مانند یک واحد ذخیرهباعث می

حافظه ذخیره شوند و در چه بازه زمانی و در چه زمانی اطلاعات  شوند تا تصمیم بگیرند که کدام اطلاعات باید در واحدمی

  .شودیم یرسانروزبه lmW یهاو وزن گرادیانکاهشتابع  از با استفاده Eتابع هدف ذخیره شده خوانده شوند. 

 

 
  عصبی عمیق(: معماری یک وا د شبکه 4) شکل

Figure (4): A deep neural network unit architecture 
 

 یها. وزنشوندیروز مبه آید،یدست مبه Eتابع هدف  یمنف یبو ش αش آموزکه با استفاده از نرخ  lmWΔ ها با استفاده ازوزن

 :[39]شود می رسانی روزبه زیر صورتبه انتشارپس ستانداردبا استفاده از روش ا یواحد خروج

k m k mw (t) (t)y (t 1)                 )3( 

k

k

E(t)
(t)

z (t)


 


              )4( 

 ، تابع هدف، مربعات خطا است: kt بر اساس مقادیر هدف 

k k k k(t) f (z (t))e (t)               )5( 

k k ke (t) t (t) y (t)               )6( 
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(8) 

انتشار و با استفاده از ها نیز با استفاده از روش پسکند که این وزنهای یونیت منبع برای اتصال به گیت خروجی تغییر میوزن

 آیند:دست میرابطه زیر به

 
j jout m out mw (t) (t)y (t)                                                                                                                 )7( 

 گردد:های حافظه محاسبه میشود و برای هر یک از سلولداده مینشان  se از خطای وضعیت داخلی با استفاده

v
j j

S out kkc
k

e (t) y (t) w (t)
 

  
 
             )8( 

نمایند. تعداد زیادی از موزش یک واحد شبکه را توصیف میهای گذر به جلو، گذر به عقب و فرآیند آروابط مذکور عملیات

که خروجی یک واحد ورودی طوریتشکیل شود به عصبی عمیقشوند تا شبکه صورت سری به یکدیگر متصل میواحدها به

 است ئیاهبینی تقاضای زمانبا حذف مقادیر صفر و ناهمگون از سیگنال تقاضای موجود، هدف ما پیش واحد بعدی خواهد بود.

بینند کار رفته در این مرحله آموزش میبه عصبی عمیقهای . شبکههستندکه صنایع تولید سنگ آهن اسپیدان در حال تولید 

بینی نمایند. در نهایت با استفاده از عکس تبدیل تا بتوانند مقادیر تقاضای سیگنال فرکانس بالا و فرکانس پائین را پیش

در هر دو طیف فرکانس بالا و پائین جمع شده و سیگنال  عصبی عمیق ی خروجی از شبکهبینهای پیشسیگنال 24موجک

 گردد.محاسبه میمرحله  مربوط به این MAPEو  RMSEتولید و خطای  Sبینی شده جدید پیش

 

 در بخش دو  عمیق های عصبیآموزش شبکه -2-3-2

ها جهت ایجاد دو شبکه بینی دادهزش تحت نظارت و پیشبینی بخش قبل، آموبا توجه به بالا بودن خطای حاصله در پیش

-کار رفته در این بخش بر این اصل استوار است که دادهشود. ویژگی بهمی اقدام های فرکانس بالا و پائینکننده دادهبینیپیش

ت آموزش نظارت تح عصبی عمیق عنوان ورودی دو شبکههای خروجی از تبدیل موجک با همان روال موجود در بخش قبل به

که از طوریگردند بههای این دو شبکه در این بخش با یک تاخیر یک ساعته وارد میها و خروجیگیرند. ورودیشده قرار می

-د. هدف ما در این مرحله، تولید یک شبکه عصبی پیشنبینی نمایرا پیش 2در ساعت  bدر ساعت یک بتوانند نقطه  aنقطه 

های در دسترس منحصر به سیگنال مصرفی ساعته است. ایجاد تاخیر با توجه به این نکته که دادهکننده با تاخیر یک بینی

هائی با طول سیگنال مشابه با سیگنال تقاضا، با هدف ن هم به شکل ناقص بوده و همچنین نداشتن اطلاعات و ویژگیآتقاضا 

ت یک برآورد قابل قبول با خطای پائین و برای ساعت بعد و داشتن الگوی تقاضا در ساعت قبل جه تقاضاامکان بازسازی سابقه 

های مورد عبارتی شبکهکننده جدید است. بهبینیپیش عمیق گردد. هدف ما در این مرحله تولید یک شبکه عصبیانجام می

بینی بعد پیش در ساعت قبل تقاضا را در ساعت تقاضای انرژیبینند تا با استفاده از سابقه نظر در این مرحله آموزش می

بینی تقاضا نیستند. دنبال پیشهکار برده شده و بهای عصبی مورد نظر این بخش و در این مرحله برای آموزش بهنمایند. شبکه

گونه سیگنال یا ویژگی متناسب با سیگنال تقاضا، مزیت و نوآوری این تحقیق در در واقع داشتن حداقل اطلاعات و نداشتن هیچ

گونه تاخیر ساعتی های ورودی را بدون هیچحال یکبار دیگر داده نی تقاضای بلند مدت انرژی الکتریکی است.بیتخمین و پیش

بینی خروجی نمایند. خروجی ناشی های آموزش دیده بالا نموده تا بر اساس آموزش تحت نظارت خود اقدام به پیشوارد شبکه

های خروجی ناشی از شبکه یر منجر به تولید ماتریس دو سطری با دادههای ورودی بدون تاخاز دو شبکه آموزش دیده با داده

 جدید نوان ورودی یک شبکهعگردد. ماتریس جدید با داشتن دو ویژگی بمی 1aT و شبکه فرکانس پائین 1Td فرکانس بالای

دهد. ظر را ارائه میاصلی مورد ن 25بینی تقاضای انرژی الکتریکیوارد شده و در خروجی خود سری زمانی پیش عصبی عمیق

های موجود در بخش تست پایگاه داده، مورد ارزیابی و درصد داده 20نتایج حاصل از شبکه مورد نظر همانند بخش قبل با 

 گیرد.  اعتبار سنجی قرار می

 

 ELM26های  ارج از محدوده ماشین یادگیری شدید جه  کار با داده -2-3-3

دم یکسان بودن طول داده و همچنین تغییرات شدید و ناگهانی در تقاضای ساعتی موجود ها، عموجود در داده کمبود دلیلبه

ماشین یادگیری شدید استفاده شده و مسیر آموزش مدل جدید، روش در سیگنال مورد نظر در بخش قبل، در این قسمت از 
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تحت عنوان ورودی شبکه آموزش این ترتیب خروجی بخش دوم به  گیرد. بهمورد ارزیابی و سنجش خطای مجدد قرار می

بینی شده تقاضا از بخش دوم است. مراحل تست، ارزیابی و اعتبار یادگیری شدید جدید و خروجی آن نیز سری زمانی پیش

از طریق  [40] ماشین یادگیری شدید برای نخستین بار توسط هوانگ و همکارانش گردد.سنجی در این مرحله نیز تکرار می

( پیشنهاد شد. ویژگی اصلی ماشین یادگیری شدید SLFN) 27خور-ی مخفی با استفاده از شبکه عصبی پیشساختن یک لایه

-سازی وزن( شبکه عصبی است. بنابراین تنها لازم است تا برای بهینهbهای )( و بایاسWها )مقداردهی اولیه تصادفی به وزن

 ابعاد با هایداده ظهور ( استفاده کرد. باBP) 28انتشارپس بری مانند الگوریتم های زمانیتمهای متصل به لایه خروجی از الگور

 و کاویداده در ویژگی انتخاب بیوانفورماتیک، و متن خودکار بندیطبقه اطلاعات، بازیابی مانند مختلفی کاربردهای با بالا و

ها و ورودیعنوان به هـای آمـوزشنظـارت نمونـهتحت . در آمـوزش [41] است کرده پیدا بیشتری اهمیت  ماشین یادگیری

گردند. در این بخش ساختار ماشین یادگیری شدید در مد می عنوان هدف یا خروجی انتخاببهمطلوب خروجی مقدار 

آموزشی به شکل زیر در دسترس  نمونه Nهایی شامل شود. فرض کنید مجموعه دادهرگرسیون چند متغییره خطی بررسی می

 است:

   n

i i i i

N
x , y , x , y

i 1
 


            )9( 

nدر رابطه فوق

ix   ورودی مدل وiy  خروجی مطلوب )هدف( مدل است. با فرض اینکه مدل بتواند به بهترین شکل

سازی نورون در لایه مخفی و تابع فعال Lکند، ماشین یادگیری شدید با تعداد ممکن رابطه میان ورودی و خروجی را توصیف 

g(x) [42] توان به شکل زیر مدل کردرا می  : 
L

i i j i j

i 1

g(w x b ) y , j 1,2, , N


             )10( 

 عبارتند از: های بردار وزنالمانکه در آن 
T

i i1 i2 inw [w ,w , ,w ]           )11( 

مقدار تصادفی بایاس  ibمخفی متصل است،  ام از لایه ورودی و لایه iصورت تصادفی انتخاب شده که به نورون بهها این المان

 ام در لایه مخفی و لایه خروجی متصل است. iوزنی است که به نورون  tβ ام در لایه مخفی متصل است. iاست که به گره 

i.XiW و ماتریس ورودی است و تابع فعالیت لایه خروجی خطی انتخاب شده است.  ضرب داخلی بردار وزنحاصلN  معادله

 صورت فشرده زیر نوشت:توان بهفوق را می

T

1 2 L

T

1 2 N

H y

[ , , , ]

y [y , y , , y ]

 

    




          )12( 

1 1 1 L 1 L

1 L 1 N 1 L

1 N 1 L N L N L

g(w x b ) g(w x b )

H(w , , w , x , , x ,b , ,b )

g(w x b ) g(w x b )


    
 


 
     

    )13( 

در مدل ماشین یادگیری شدید ثابت هستند.  βخروجی توان دریافت که تمامی پارامترها به غیر از وزن با بررسی روابط فوق می

یک  H( است. اگرچه در بسیاری از موارد 11بنابراین هدف یافتن حلی برای بردار وزن خروجی با استفاده از رابطه خطی )

( صدق کند. روش مرسوم برای حل این مشکل 11وجود ندارد تا در رابطه ) βماتریس مربعی نیست، در نتیجه برداری مانند 

 کردن تابع خطای متناظر با آن است:با مینیمم ̂ترین مربعات بهینهیافتن کوچک
2

2
min y H             )14( 

 :شودر بیان میفرم زیبه  2lدر نتیجه حل بهینه با توجه به حداقل نرم 
†ˆ H y              )15( 

†Hاز ماتریس لایه مخفی به لایه خروجی یعنی  29پنروز-یافته مورماتریس معکوس تعمیمH های است. از آنجا که تعداد نمونه

 توان به شکل زیر بازنویسی کرد:( را می14ست رابطه )( اN >Lهای لایه مخفی )طور معمول بیشتر از تعداد نورونآموزشی به
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(10) 

T 1 Tˆ (H H) H y             )16( 

 

 میانگین مربعات   ا -4-2
ای از است که در آن قوانین یادگیری با مجموعه نظارتتحت ای از آموزش نمونه 30الگوریتم کوچکترین میانگین مربعات

 .[43] شوندهای صحیح تعیین مینمونه

1 1 2 2 q q{p , t },{p , t }, ,{p , t }          )17( 

qT  وqp ترتیب ورودی شبکه و هدف متناسب با آن است. با اعمال هر ورودی به شبکه، خروجی شبکه با هدف مقایسه به

نگین مربعات خطا تنظیم ها و بایاس شبکه را برای مینیمم کردن میاشود. الگوریتم کوچکترین میانگین مربعات، وزنمی

 کند. خطا برابر با تفاضل خروجی مطلوب شبکه از خروجی آن است.می

 

 کوچکترین میانگین مربعات   ادستیابی به الگوریتم  -2-5

سخت یا  R-1دست آوردن . اگر بهتعیین کرد طور مستقیم مینیمم راتوان بهرا محاسبه کرد، می hو  Rاگر بتوان مقادیر آماری 

ساده نیست. به این دلیل از  Rو  hگرادیان را محاسبه نمود. معمولاً محاسبه  ،31روش کاهش گرادیانتوان از نی باشد، میطولا

شود که در آن گرادیان تخمین زده شود. عنصر کلیدی نظریه به شکلی استفاده می کاهش گرادیانتقریب روش بیشترین 

 .[44] است F(x)تخمین میانگین مربعات خطای تابع  32هوف-ویدرو

 

 بینی ارزیابی مدلهای پیش -6-2

شود. این معیارها در حقیقت بینی از معیارهایی جهت سنجش چگونگی عملکرد مدل استفاده میهای پیشبرای ارزیابی مدل

(، جذر میانگین مربعات MSEت خطا )نمایند. معیارهای متداول شامل میانگین مربعابینی را ارزیابی میپیش یهاخطای مدل

( هستند. این معیارها هرچه مقدار عددی PE(، میانگین قدر مطلق درصد خطا )MAE(، میانگین خطای مطلق )RMSEخطا )

 تر است.تری داشته باشد نتیجه مطلوبکوچک

 

 سازینتایج شبیه-3
ورود به فرآیند مورد نظر را داشته و منجر به نتایج قابل که قابلیت  ئیهادادههای قبل اشاره گردید، در قسمتگونه که همان

یابی یابی به نتایج قابل قبول و حداقل خطا و همچنین جهت دستجهت دستنابراین . بهستندقبول و موجه باشند در اقلیت 

ند و ترکیبی مبتنی های قبل بیان شد از روشی هوشمگونه که در بخشهمان ،اهداف قابل قبول در فرآیند تحقیق مورد نظربه 

در این قسمت شد.  استفادهو ماشین یادگیری شدید شده ، آموزش نظارت یادگیری عمیق های عصبیبر تبدیل موجک، شبکه

نشان داده شده وارد  الف(-5) خروجی ناشی از تبدیل موجک که در شکل هایسیگنالگردد. نتایج و خروجی هر بخش ارائه می

مورد تست جهت  یادگیری عمیقناشی از شبکه  RMSEمقدارخطای ب( -5) شکل شوند.یهای عصبی تحت آموزش مشبکه

 2500برای یادگیری عمیقبینی نهائی خروجی از شبکه دهد. همچنین مقدار پیشهای ورودی فرکانس پائین را نشان میداده

ارائه  الف(-6) در شکل 1aئین های ورودی فرکانس پاجهت داده RMSEبینی و مقدار روز و خطای حاصل از فرآیند پیش

  گردیده است.
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زمان بر     ساع 

a روجی تبدیل موجک و تبدیل به  ی   رکان  با  و پا ین

 
 

تعداد تکرار

 رآیند آموزش

R
M

S
E

b

 
 (:آموزش ناشی از شبکه عصبی عمیق مورد نظر جه  داده های ورودی  رکان  پا ین5شکل)

Figure (5): (a): Output signals of wavelet decomposition and (b): deep learning neural network training process for low frequency input data 
 

 5796/6در محدوده  RMSEدرصد بوده و مقدار  40دست آمده در این مرحله را که حدود محدوده خطای بهب( -6) شکل

آیند آموزش انجام کاهش یافته، ولی فرRMSE  که در تکرارهای مکررآموزش مدل، مقداردهد. علیرغم اینرا نشان میاست 

دلیل فقدان اطلاعات و ضعف سیگنال اصلی دارای خطای بالائی است. کلیه فرآیندهای مذکور برای ورود طیف گرفته به

( 8شکل ) است. ب( نشان داده شده-7الف( و )-7) هایفرکانس بالا خروجی تبدیل موجک تکرار گردید و نتایج آن در شکل

بینی فرآیند پیش دهد.را نشان می های ورودی فرکانس بالاشبکه عصبی عمیق برای داده آموزش ناشی از RMSEمقدار خطای 

آنها نشان داده شد،  شکل که 1dو  1aهای سیگنالاولیه در این بخش که با استفاده از یک ویژگی انجام گرفته برای هر کدام از 

در این مرحله با وجود  دهد.نشان می را 13بالاتر از  خطای (Sمجموع آن )را داشته که سیگنال  78/6و  57/6ترتیب مقادیر به

بینی انجام شده در بخش قبل، با استفاده از فرآیند جدید مبتنی بر آموزش غیر قابل قبول در پیش خطای خارج از محدوده و

 ت.بینی با تاخیر یک ساعته شده اسهای پیشتحت نظارت شبکه عصبی یادگیری عمیق اقدام به آموزش مدل

 1dTو  1aTدو سطر  های ناشی از شبکه یادگیری عمیق و آموزش تحت نظارت در این مرحله تحت نام ماتریس ویژگی باخروجی

عنوان عنوان ماتریس ویژگی جدید و بههای ارائه شده به( نشان داده شده است. سیگنال9معرفی و تولید شده و در شکل )

گردد. همچنین خطای مجذور میانگین بینی جدید میه وارد شده و اقدام به پیشبه شبکه یادگیری عمیق آموزش دیدورودی 

 ( نشان داده شده است.10ناشی از این مرحله آموزش و ایجاد ماتریس ویژگی در نمودارشکل ) RMSEمربعات خطا یا 
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 های آموزش دیده  رکان  پا ینساع  و   ای ناشی از داده 2500ی  روجی از شبکه عصبی عمیق براینها بینی (: پیش6شکل )

Figure (6): (a): Final forecasting output of deep learning neural network for 2500 hours and (b): error of low frequency trained data 
 

a سیگنال پیش بینی بروز شده داده های  رکان  با
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زمان بر     ساع 

bRMSE=6.7872

 ا
 

 
  با های آموزش دیده  رکان  و   ای  اصله ناشی از داده ساع  2500 برای یادگیری عمیقبینی نها ی  روجی از شبکه پیش(: 7شکل )

Figure (7): (a): Final forecasting output of deep learning network for 2500 hours and (b): the resulting error of high frequency trained data  
data (b) 
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 رآیند آموزش
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S
E

 تعداد تکرار
 های ورودی  رکان  با برای داده آموزش ناشی از شبکه عصبی عمیق RMSE(: مقدار   ای 8شکل )

Figure (8): The RMSE error amount of deep neural network training for high frequency input data 
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 عصبی عمیق جدید تشکیل دهنده س ر اول و دو  ماتری  ویژگی ورودی به شبکه 1dTو  1aT سیگنال(: 9شکل )

Figure (9): (a): The Ta1 signals and (b): Td1, The first and second rows of the input feature matrix of new deep learning neural network 

 

تعداد تکرار

 رآیند آموزش

R
M

SE

 
  1dTو  1aT ناشی از جمع هر دوسیگنالعصبی عمیق  مقدار   ای آموزش شبکه(: 10شکل )

Figure (10): The RMSE error amount of deep learning neural network training due to the sum of both Ta1 and Td1 signals 

 

همگرا و تثبیت شده است. همچنین خطای  6در عدد RMSE شود سیر کاهش خطا بر اساس معیار گونه که دیده میهمان

 است. d1S=a+1و مطابق رابطه  1dو  1aمحاسبه شده در این نمودارها خطای کل و ناشی از جمع دوسیگنال 
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قابلیت کاهش خطای  و هموثر بود کار رفته در این مرحلهترکیبی بهتوان بیان نمود که روند میشده با توجه به نتایج ارائه 

RMSE  الف( نشان داده -11) در این مرحله در شکلعصبی یادگیری عمیق جدید  بینی ارائه شده توسط شبکهپیشدارد. را

حال . ته استکاهش یاف 62/8به مقدار  مرحلهدر این  RMSEبر اساس شاخص و ب( -11) در شکل (S) خطای کل است.شده 

مقایسه این دو خطا در این  بود. 13 بینی اولیه که بر اساس یک ویژگی انجام گرفت دارای خطای بالاتر ازآنکه فرایند پیش

بینی در این بخش منجر به کاهش آموزش دیده جهت پیش عصبی یادگیری عمیق جدید دهد که شبکهمرحله نشان می

 گونه که در شکلهمان نماید.صحت روش پیشنهادی تا این مرحله را تائید می واحد گشته که خود 5خطای کل به مقدار 

د این شبکه حدو MAPE حالی که در است 62/8بینی نهائی برابرمحاسبه شده در پیش RMSEمقدار نشان داده شده ب( -11)

زمانی فولاد اسپیدان سری ناشی از کوچک بودن طول مقادیر موجود در MAPEدلیل بالا بودن معیار خطای  .درصد است 28

در این  RMSEنماید. روند تغییرات بالائی را ایجاد می MAPE ترین خطا همکه کوچکطوریهب مگاوات( 50)صفر الی  است

 دهدهای عصبی قبل از آموزش تحت نظارت در بخش قبل نشان میمحاسبه شده درشبکه RMSEمرحله و مقایسه آن با مقدار 

 62/8به  14باعث کاهش این شاخص از حدود  عصبی یادگیری عمیق جدید شبکه کار رفته درهظارت بآموزش تحت نروش که 

 گردیده است.
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پی
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زمان بر     ساع 
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 تهساع2500برای دوره عصبی عمیق جدید توس  شبکه  (Demand Time Series)بینی انجا  شده نها ی (: پیش11شکل )

Figure (11): (a): Final forecasting of new deep learning neural network for 2500-hours period and (b): total error 

 

 بینی بر اساس روش ترکیبی بکار ر ته با استفاده از ماشین یادگیری شدید های پیشارزیابی مدل -1-3
ماشین یادگیری شدید  روش با عصبی یادگیری عمیق جدید()شبکه  قبل مرحلههای استفاده شده در در این بخش داده

ELMکار ههای بها همان ماتریسماتریس ورودی و خروجی در این مدلشود. داده میبینی و ارزیابی قرار ، تحت آموزش، پیش

بینی نهائی تقاضای انجام عنوان ورودی و پیشهب 1aTو  1dT که ماتریس ویژگی دو سطریطوریهب استقبل  رفته در بخش

-پیش های مورد نظر تحت بایاس اعمال شده مورد آموزش،گرفته شده و شبکه عنوان هدف در نظرگرفته توسط شبکه قبل به

-ارائه می را مرحلهو چگونگی حرکت در این  ادامه فرآیند قبل( 12) ارائه شده در شکل روندنمای د.نگیرقرار میارزیابی بینی و 

نتایج  ب(-13) در شکل دهد.را نشان می ELMتکنیک  درمرحله آموزش d1بینی اولیه از سیگنال پیشالف( -13) شکل دهد.

 ارائه گردیده است              ELMاعتبار سنجی توسط شبکه 
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 ELM روند نمای  رآیند ماشین یادگیری شدید(: 12شکل )

Figure (12): Extreme learning machine (ELM) process flowchart 

 

 

 
 ELMتکنیک توس   d1بینی اولیه از و پیش پاسخ به داده های آموزش در مر له آموزش(: 13شکل )

Figure (13): (a) Initial forecasting of d1 by ELM method and (b) ELM validation results 
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-تر از نمودار قبل گردیده و این نشان از افزایش تغییرات مینال مشکی رنگ برجستهشود بخش سیگگونه که دیده میهمان

در این مرحله ها نتایج تست دادهالف( -14)در شکل گردد. از آن استخراج می βدهد. این مرحله اعتبار سنجی است که بهترین 

در محور عمودی سمت چپ  .دهدنشان میرا  ELMتوسط روش بینی نهائی تقاضا پیشب( -14) شکلاست.  نشان داده شده

 بینی شده و در محور سمت راست خطای این روش ارائه گردیده است. مقدار تقاضای پیش

 

 

 
 ELM(: نتایج نها ی ت   داده ها ،تقاضای پیش بینی شده و   ای ناشی از تکنیک 14شکل )

Figure (14): (a): Final results of data test and (b): forecasted demand and error of ELM method 

 
Table (1): Comparison of the hybrid proposed method with two selected approaches 

 (: مقای ه نتایج روش ترکیبی پیشنهادی با دو روش منتخ 1جدول )

Decision Tree SVM Propos Hybrid Method Evaluation 
556/11  177/11  504/1  MAE 

19/57  314/55  4431/7  MAPE 
47/171  29/171  3106/5  MSE 

095/13  088/13  3045/2  RMSE 
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گیری مورد مقایسه و ( ارزیابی نتایج روند پیشنهادی مورد نظر با دو روش ماشین بردار پشتیبان و درخت تصمیم1در جدول )

کرد بسیار خوب آن در کاهش خطا و افزایش نتایج مربوطه ارائه گردیده است. نتایج حاصله موفقیت روش پیشنهادی و عمل

 دهد.بینی تقاضا در افق زمانی بلند مدت را نشان میدقت جهت پیش
 

 گیرینتیجه-4

بینی بلند مدت تقاضای انرژی الکتریکی در صنایع تولید سنگ آهن اسپیدان ارائه شد. این صنعت در این مقاله یک روش پیش

ان اصلی صنایع فلزات اساسی ایران است، جزء ده صنعت پرمصرف در زنجیره تامین انرژی کنندگعلاوه بر اینکه یکی از تامین

تامین مزید بر  زنجیره سوی این دو هر در متفاوت نفعانذی وجود .است و استان اصفهان نیز کشورالکتریکی منطقه مرکزی 

نه نوسان در این بخش، کل زنجیره و صنایع که هرگوطوریهب گردد آنها الزامی مشترک منافع از حفاظت زومتا لعلت شده 

بینی پیش بنابراین .شودنفعان میهای مالی سنگین برای همه ذیدستی و بالادستی خود را متاثر نموده و باعث زیانپائین

مورد  ضایتامین بلادرنگ تقا امکان آوری زنجیره تامین انرژی الکتریکیعلاوه بر بالا بردن تابتقاضای بلند مدت این صنعت 

 60ها ناشی از عدم تولید و ناهمگون بودن مقادیر، در ابتدا حدود با توجه به نقص داده نماید.را فراهم میدر افق پیش رو نظر 

های دریافت شده شامل مقادیر صفر و ناهمگون در سری زمانی موجود حذف گردید. این عامل باعث شد تا درصد از داده

تقاضا بسیار ضعیف گردد.  زمانی های نهفته در الگویع و گسسته بوده و امکان استفاده از مزیتصورت منقطسیگنال موجود به

یک روش ترکیبی سه  ،بینی تقاضای زنجیره تامین مورد نظردر پیشو کاهش خطا بنابراین جهت حصول یک دقت قابل قبول 

 28و  14به ترتیب برابر  MAPEارزیابی و شاخص   RMSEای پیشنهاد شد. در مرحله اول روش پیشنهادی خطایمرحله

صنعت در این مرحله بدلیل کوچک بودن طول مقادیر موجود در سری زمانی  MAPE. دلیل بالا بودن معیار خطای بود درصد

 RMSEدر این مرحله و مقایسه آن با مقدار  RMSE. روند تغییرات استو تغییرات ناگهانی و شدید در تقاضا  مورد نظر

 14تحت نظارت که در مرحله دوم انجام گرفت منجر به کاهش این شاخص از حدود  عمیق های آموزشدرشبکه محاسبه شده

، مدل تحت آموزش، ارزیابی و تست قرار گرفت. ELMگردید. در بخش سوم با استفاده از ماشین یادگیری شدید  62/8به 

در محدوده  MAPEو  3/2در محدوده  RMSEخطای  استفاده از روش ترکیبی مبتنی بر ماشین یادگیری شدید باعث کاهش

دار پشتیبان و درخت تصمیم گیری مقایسه برماشین  توسط دو روش های مشابهداده با نتایج ارائه شدهدر نهایت گردید.  4/7

د مدت بینی بلنبیانگر قابلیت روش پیشنهادی در ارائه یک روش موثر پیش( ارائه گردید 1در جدول )که حاصله  نتایج .شد

 .استصنایع اینگونه انرژی الکتریکی زنجیره تامین  شرایطی مشابه و در تقاضا با خطای قابل قبول در
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