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Abstract: Convolutional neural networks (CNNs) are the most important branch of deep learning (DL) and have 
experienced rapid development in recent years. A major challenge in using these networks is their large number of 
parameters, which result in high computational and time costs in real-world applications. In many cases, this increase in 
costs is due to the design of deeper networks with more parameters for achieving higher accuracy. The present paper 
employed evolutionary algorithms (EAs) to introduce a method that can identify the best weights and use them to 
construct more accurate CNNs, hence eliminating the need for deeper networks. At the end of the article, the CNN 
obtained from the proposed algorithm is compared with the best existing CNNs; which shows that the proposed CNN has 
increased the classification accuracy, while the number of its parameters is much less, and as a result, it saves computing 
resources and time. 
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Extended Abstract 

1- Introduction 
Convolutional Neural Networks (CNN) is one of the most 
popular and widely used deep learning techniques, which 
has made significant progress in most machine learning 
methods in recent years [1-3]. The most important 
advantage of these networks compared to previous 
techniques is the extraction of features from images 
automatically without the need for the presence of a human 
observer [1]. This has caused the creation of convolutional 
neural networks with different architectures, each of which 
contains millions of parameters in convolutional layers to 
extract features from images.  The large number of these 
parameters makes learning the network very time-
consuming, and it also makes it difficult to hyper-adjust 
the parameters related to learning because every small 
change in the network configuration will cause a change 
in several million parameters, and due to the long learning 
time, behavior analysis The network becomes a problem 
[4, 5]. Due to the necessity of multiple training of these 
networks in real applications, it is necessary to use 
methods to reduce the number of parameters or design a 
network with optimal parameters [6, 7]. 

2- Methodology 
Before convolutional neural networks entered the field of 
competition, the most important obstacle for image 
classification algorithms was the selection of appropriate 
features from images. These features should be selected 
considering the desired application in such a way that they 
represent the desired entity and are resistant to changes 
such as rotation, resizing, brightness, color, and occlusion. 
With the advent of convolution networks by Alex and his 
colleagues [22], finding these filters is done automatically. 
In this way, at first, thousands of filters are considered in 
the form of convolution layers, and during learning, 
suitable values for these filters are obtained. In other 
words, at the end of learning, we have filters by which we 
can extract the features that are effective in learning. Fully 
connected layers (FC) also perform classification work. 
In this article, we have designed a mechanism by which 
more effective filters can be found and used in network 
training. By using this mechanism, the accuracy increases 
significantly and there is no need to increase the depth to 
achieve higher accuracy. 
The output of the proposed algorithm is a convolution 
network that has the same architecture, but its weights are 
selected in such a way that it has maximum accuracy. This 
algorithm consists of the well-known steps of the genetic 
algorithm, the parts of generating the initial population, 
evaluating the population, producing offspring, and 
selecting the new generation will be described in the 
following subsections. At the stage of initial population 
production, to build the initial population, first N 
convolution networks are built with the architecture 
mentioned in the input of the algorithm and their weights 

are assigned with random values. Then, based on the input 
F, a subset of the training database, whose number of 
members (K) is calculated at the beginning of the 
algorithm in Table 2, is randomly selected and the desired 
CNN is trained with it. To calculate the fit of each of the 
networks (individuals), we use the test dataset, which is 
defined as the input of the algorithm. This dataset is given 
to each person and their accuracy in classification 
constitutes the fit value. In most famous datasets, a subset 
of data is introduced as the test set, which we use to 
evaluate people [23, 28]. The pseudo code of this section 
is given in Table 3. 

3- Results and discussion 
Although all CNN architectures can be used as the basic 
architecture in the proposed algorithm, it is better to use 
architectures that have less diversity in their layers. The 
existence of several FC layers or the use of layers with 
different filter sizes reduces our control over the analysis 
of algorithm behavior. Considering this point, we have 
used Resnet-32 architecture as the basic architecture.     
Another reason for choosing this architecture is that there 
are deeper versions of this architecture with more 
parameters and the results obtained from the final network 
can be compared with them. The following results are the 
result of running the proposed algorithm on a Geforce 
GTX 1080 Ti GPU card. DenseNet-BC and Resnet-32-GA 
have relatively similar accuracy, but the number of 
parameters of Resnet-32-GA is about 66% less. But in the 
case of VGG-19, although the number of parameters of the 
proposed algorithm is only 0.01 of the parameters of 
VGG-19, it has increased the accuracy to 2.31%. Genetic 
CNN and CNN-GA algorithms are algorithms in which the 
design of the final network is done automatically - for this 
reason, the time cost of these algorithms is very high and 
in the range of several GPU days. However, Resnet-32-
GA has a 2.51% increase in accuracy compared to the 
network produced by Genetic CNN, and it has 
approximately the same accuracy as CNN-GA. 

4- Conclusion 
The subject of this article was to present a method to find 
more effective parameters in deep networks and as a result 
achieve higher accuracy and reduce time and processing 
costs, while with this work, the need to design deeper 
networks is eliminated. In order to complete this work, a 
method based on genetic algorithm was presented, which 
significantly improved the accuracy compared to the 
existing methods. Since most of the filters of convolution 
layers of deep networks are 3*3 filters, our focus in this 
article has been to select effective filters with the same 
dimensions, for this reason, Resnet-32 was chosen for 
conducting tests, and most of its filters have dimensions of 
3 It is *3. But in future work, this algorithm can be 
extended to select filters with other dimensions and, as a 
result, the ability to implement on more complex 
networks.
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چالش عمده   کیاند.  را تجربه کرده  یعیتوسعه سر  ،ریاخ  ي ها سال   هستند و در  قیعم  ي ریادگیشاخه    نیمهمتر  کانولوشن  یعصب  ي ها شبکه  :دهکیچ
د.  شومی  یقع وا  ي ایدن  يکاربرد  ي هابالا در برنامه  یو زمان  یمحاسبات   ي هانهیهاست که منجر به هزآن   ي پارامترها   ادیتعداد ز  ،هاشبکه  نیدر استفاده از ا

به دقت بالاتر است. مقاله حاضر از    یابیدست  ي برا  شتریب  ي تر با پارامترهاقیعم   ي هاشبکه  یطراح  لیبه دل  هانهی هز  شیافزا  نیا  ،از موارد  ي اریدر بس
استفاده   ترقیدق  هاي شبکهساخت    ي اکرده و از آنها بر  ییها را شناسا وزن  نی بهتر  تواندیکه م  هاستفاده کرد  یروش  یمعرف  ي برا  یتکامل   ي ها تمیالگور
موجود   ي هاشبکه  ن یبا بهتر  ي شنهاد ی پ  تمیبه دست آمده از الگور  ي شبکهمقاله،    انی. در پابردیم  نیرا از ب  ترقی عم   ي هابه شبکه  از ین  جهیدر نت   ؛کند
کمتر است و   اریآن بس  ي پارامترها   دادکه تعیدر حال  ؛داده است  شیرا افزا  ي بند دقت طبقه  ي شنهاد ی پ  ي  شبکهدهد  یشده است که نشان م  سهیمقا
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 مقدمه   -۱
کانولوشنشبکه عصبی  محبوب  1هاي  از  پراستفادهیکی  و  ترین ترین 
میروش عمیق  یادگیري  سال هاي  در  که  اکثر باشد  در  اخیر   هاي 
  . ]3-1[  گیري داشته استهاي چشمهاي یادگیري ماشین پیشرفتروش
شبکهمهم این  مزیت  به  ترین  نسبت  استخراج  روش ها  پیشین،  هاي 

ها از تصاویر به صورت اتوماتیک و بدون نیاز به حضور ناظر انسانی ویژگی
امر سبب شده که شبکه]1[  باشدمی با . همین  هاي عصبی کانولوشن 

میلیونمعماري  در لایه هاي مختلف که هر کدام شامل  پارامتر  هاي  ها 
  تعداد ها از تصاویر هستند به وجود آیند.  کانولوشن جهت استخراج ویژگی

  شود،  برزمان اریبس ،شبکه ي ریادگی که شودمی سبب پارامترها ن یا ادیز
 ؛ کند میپارامترهاي مربوط به یادگیري را مشکل  -هایپر  تنظیم  نی همچن

 ون یلیم  چند  در  رییتغ  باعث  شبکه  پیکربندي   در  کوچک  رییتغ  هر  رایز

 
1 Convolutional neural networks (CNNs) 
2 Feature Map 

باشد که با در نظر گرفتن نویس انگلیسی میاین پایگاه داده حاوي تصاویر اعداد دست 3
از پیچیدگی کمتري نسبت به   ،ي سادهزمینهي کوچک تصاویر، تعداد اعداد و پساندازه

 هاي این حوزه برخوردار است. سایر پایگاه داده

 شبکه  رفتار  لیتحل  ،ي ریادگی  ادیز  زمان  به  توجه  با  و  شد  خواهد  پارامتر
 .]5, 4[ شودمشکل می

در کاربردهاي واقعی،    هااین شبکه  ي آموزش چندبارهبا توجه به لزوم  
یی جهت کم کردن تعداد پارامترها و یا طراحی شبکه  ها به کاربردن روش 

در  ي  ادیزي  هاتلاش  تاکنون.  ]7,  6[   با پارامترهاي بهینه ضروري است
است گرفته  از    همین جهت صورت  برخی  به  ادامه  در  اشاره   هاآنکه 

  حد که تا  اي  ذف قسمتی از اطلاعات است به گونهح  ،یک ایده  نیم.کمی
در   ، چاکرابورتیاي وارد نشود. براي مثال به دقت شبکه صدمه  ،ممکن

سازي تعدادي هاي محاسباتی و فضاي ذخیرهتر کردن هزینهبراي کم  ]8[
ویژ  از کانولوشن  هالایه  2هاي گی نقشه  صورت  ي  به  حذف    تصادفی  را 

این  کرده مسالهمی  روشاست.  براي  کمتري  هاتواند  پیچیدگی  که  یی 
مفید باشد. اما در    ]3MNIST  ]9ي  بندي پایگاه داده رند مانند طبقهدا

پیچیدهطبقه تصاویر  (مانند  بندي  )  IMAGENETو    4Caifar10تر 

هاي  ها حاوي تصاویري از دنیاي واقعی هستند که به دلیل وجود زاویهاین پایگاه داده  4
هاي متفاوت و حتی پوشانده شدن قسمتی از اشیاء مختلفی از اشیاء، چرخش، رنگ بندي

 هاي بالایی برخوردار است. ها از پیچیدگیبندي آندر تصاویر فرآیند طبقه

mailto:sajadiarak@gmail.com
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 ... /سجادي و همکاران موثر ي هاکانولوشن با وزن یعصب  شبکه یطراح

 ۱۹ 

می کاهش  شدت  به  را  ارزش  زیرا  ؛ دهددقت  روي  گذاهیچگونه  ري 
 هايگینقشه ویژپذیرد و ممکن است  اطلاعات حذف شده صورت نمی

ي  ایده   بندي باشند.ي حذف شده حاوي اطلاعات مهمی براي طبقهها
کردن، تشخیص ترین چالش در هرساست. مهم  هاوزن  ،کردندیگر هرس

از یک مقدار    ،یک راه  شد.با میبا ارزش در یادگیري    ي هاوزن استفاده 
ي ها. در روش]10[   تر از آن استهاي با مقادیر کمآستانه و حذف وزن

به یک    و تبدیل مسئله  2  سعی شده از اطلاعات آماري مانند نرم  کاراتر
هاي مبتنی بر شبکه شیوهیا    1توسط سري تیلور  سازي ه ي بهینهمسئله
با ارزش و حذف دیگر وزنهابراي شناسایی وزن  2بیزین استفاده    هاي 
اندازه]13-11[  شود کل  در  اما  شبکه .  در  پارامتر  اهمیت  هاي  گیري 

شد و ممکن بامیبسیار مشکل    هاکانولوشن به دلیل تاثیرات متقابل نرون
کم اهمیت به   ،ي مشابههاود وزن به دلیل وج  اتصال یک  است در ابتدا  

 وجود آن حیاتی خواهد بود.  هااما با حذف سایر وزن ؛نظر برسد
شبکه دقت  در  که  است  مواردي  از  ها  وزن  به  اولیه  ي مقداردهی 

. یک راه براي مقداردهی اولیه به  ]14[  تواند بسیار موثر باشدنهایی می
اند.  هایی است که قبلا آموزش داده شدههاي شبکهها استفاده از وزنوزن

انتقالی یادگیري  به  این روش که  خوانی معماري  موسوم است هم  3در 
هایی براي پرهیز از یادگیري بیش از حد، حائز اهمیت ها و اتخاذ راهشبکه
دسته  .]15[  است پژوهشدر  از  دیگري  عنواني  تحت    ي جستجو  ها 

هاي شود فرآیند یافتن معماري شبکهسعی می  (NAS)  یعصب  ي معمار
کانولوشنی  از    عصبی  دسته  این  در  شود.  انجام  اتوماتیک  صورت  به 

متشکل از   ییهابلوكENAS[17]   و   CNN-GA[16]  ها مانندالگوریتم
میکانولوشن    چندلایه طراحی  ناظر  پیدا توسط  الگوریتم  کار  و  شوند 

به طوري    ؛ي اتصال آنها به یکدیگر استها و نحوه کردن تعداد این بلوك
شبکه طبقهکه  دقت  بهترین  حاصل  این ي  مشکل  دهد.  ارائه  را  بندي 

ها  (حدود بیست روز) و نیاز آن  ها زمان بسیار زیاد اجرادسته از الگوریتم
 باشد.به منابع محاسباتی فراوان می

هاي کانولوشن و تمامی کارهاي پیشین در این زمینه بر انتخاب لایه
آن تمرکز  چیدمان  اندها  انتخاب   ؛داشته  براي  تلاشی  هیچ  حالیکه  در 

لایه درون  مناسب  ما فیلترهاي  مقاله،  این  در  است.  نگرفته  صورت  ها 
می پیشنهاد  را  میروشی  که  وزنکنیم  خودکار  طور  به  با  تواند  هاي 

از آن ارزش و  را شناسایی کند  استفاده تر  نهایی  براي ساخت شبکه  ها 
باشد  و هر زمان که لازم    شدهساختار شبکه حفظ    ،این روش در    .کند
 ي نهایی را خواهند داشت.ها شانس حضور در شبکهي وزنهمه

 پیش زمینه  -۲
آنکه شبکهپیش   کانولوشناز  میدان  هاي عصبی  وارد شوند،   به  رقابت 

الگورمهم رويِ  پیشِ  مانعِ  طبقهیتمترین  انتخاب هاي  تصویر،    بندي 
مناسبویژگی وی  هاي  این  بود.  تصاویر  میژگیاز  نظر ها  در  با  بایست 
ن  کاربرد  گرفتن گونه مورد  به  میظر،  انتخاب  معر شدند  اي  هم    ف که 

تغییراتی نظیر چرخش، تغییر    در برابرو هم    مورد نظر باشند  موجودیت

 
1 Taylor expansion 
2 Bayesian optimization-based method 

قابل توجه این است ي  نکته  .اندازه، روشنایی، رنگ و انسداد، مقاوم باشند
ویژگی این  اکثر  استخراج  در  عملیاتکه  از  استفاده   4کانولوشن  ها، 

مثال، میوشمی براي  ویژگید.  استخراجِ  به  لبهتوان  نظیر  ، ]18[  هایی 
کرد.و...    SIFT[21]،  ]20[  ، گوشه ]19[  انحنا واقع، چالشِ    اشاره  در 

بود تا با اعمالِ  فیلترهایی با ضرایبِ مناسب  اصلی در این زمینه، یافتنِ  
ویژگیآن تصاویر،  روي  بر  شوندها  استخراج  نظر  مورد  ظهور    . هاي  با 

یافتن این فیلترها   ]22[و همکارانش    الکستوسط    کانولوشني  هاشبکه
د. به این صورت که در ابتدا هزاران فیلتر شومیبه صورت اتوماتیک انجام  

ند و در خلال یادگیري شومیي کانولوشن در نظر گرفته هادر قالب لایه
آید. به عبارت دیگر در پایان  ناسب براي این فیلترها به دست میمقادیر م
ي موثر هاتوان ویژگیمی  هاآنما فیلترهایی داریم که توسط    ،یادگیري

بندي  نیز کار طبقه  متصل  تماماً  ي هادر یادگیري را استخراج نمود. لایه
  ی طراح ي برا فیلترکه چه تعداد  نجاستیحال سوال ا  دهند.را انجام می

در نظر گرفته شود تا به دقت مورد نظر    ستیبایم  کانولوشنشبکه    کی
  ياریوجود ندارد و در بس  یسوال جواب واضح  نیا  ي متاسفانه برا  م؟یبرس

معمار تجرب  هاي از  صورت  لایه  یبه  تعداد  انتخاب  مورد  تعداد در  و  ها 
 ،د و درصورت عدم دستیابی به جواب مناسب شومیگیري  فیلترها تصمیم 

د. به همین دلیل شو میتر با تعداد فیلتر بیشتر آزمایش  هاي عمیقشبکه
معماري  از  بسیاري  در  که  عمق  نسخهچندین    هااست  مختلف  هابا  ي 

دارد. به دست   وجود  یادگیري  در خلال  فیلترهایی که  تمام  به  آیا  اما 
توان میزان تاثیر این فیلترها در دقت خروجی آیند نیاز است؟ و آیا میمی

 آورد و از فیلترهاي موثرتر در کاربردهاي مشابه استفاده نمود؟را به دست  
طراح مکانیزمی  مقاله  این  در  کردهما  میی  آن  توسط  که  توان ایم 

استفاده کرد.    هاآنفیلترهاي موثرتر را پیدا کرده و در آموزش شبکه از  
این م از  قابل ملاحظهبا استفاده  به میزان  افزایش پیدا  کانیزم دقت  اي 

 و احتیاج به افزایش عمق براي دست یابی به دقت بالاتر نیست. کندمی

 الگوریتم پیشنهادي  -۳
چارچوب کلی الگوریتم را بیان    1- 3ابتدا در زیر بخش    ،در این بخش

گام را شرح جزئیات هر  5- 3تا    2-3  ي هانیم و سپس در زیر بخش کمی
خواهیم داد. در هر قسمت علاوه بر آوردن شبه کد، جزئیات هر گام نیز 

 شرح داده شده است.

 الگوریتم کلی  -۳-۱
آمده است. در ورودي    ) 1( کلی الگوریتم پیشنهادي در جدول    چارپوب

یست معماري مورد نظر را معرفی کنیم. تنظیمات مربوط  بامیالگوریتم  
  يهااز دیگر ورودي   -هااندازه جمعیت و تعداد نسل   -به الگوریتم ژنتیک  

داده همچنین  هستند.  پیشنهادي  مورد  ها الگوریتم  تست  و  آموزش  ي 
مشخص   قسمت  این  در  نیز  را  الگوریتم    نیم.کمیاستفاده  خروجی 

اما  کانولوشن  ي  پیشنهادي یک شبکه دارد  را  است که همان معماري 
انتخاب شدههاي آن به گونهوزن اند که داراي دقت ماکزیمم باشد.  اي 

3 Transfer learning 
4 convolution 
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تشکیل شده ي الگوریتم ژنتیک  ي شناخته شدههااین الگوریتم، از گام
تولید جمعیت اولیه، ارزیابی جمعیت، تولید فرزندان   ي ها است که قسمت

 هاي بعد شرح داده خواهند شد.در زیربخش  و انتخاب نسل جدید

 شبه کد مربوط به الگوریتم کلی):  1جدول (
P: Population size 
M: Maximal generation number 
D: Training images dataset 
F: Fitness function 
Begin 
 𝑃𝑃0 ← The initial population generated by  
           the pseudo code of Table2 
  𝑡𝑡 ← 0 
 while 𝑡𝑡 < M do 
        Fitness evaluation for all individual   
                  using pseudo code of Table 3 
        𝐺𝐺𝑡𝑡 ←  new generation from the selected  
                 parent using pseudo code of Table 4 
        𝑃𝑃𝑡𝑡+1 ←    New population selection from  
                    𝑃𝑃𝑡𝑡 ∪ 𝐺𝐺𝑡𝑡 pseudo code of Table 6 
        𝑡𝑡 ←  𝑡𝑡 + 1 
end while 
Return individual with highest fitness as CNN  
             with best weights 

 شبه کد مربوط به الگوریتم تولید جمعیت اولیه): 2جدول (
N: Population size 
Model: CNN Architecture Model 
T: Precision threshold 
F: Subset fraction factor 
 
Begin 
 𝑀𝑀1,…,𝑁𝑁 ← initiate n network based on Model 
  𝐾𝐾 ← number of dataset elements × (1/F) 
𝑃𝑃0 ← ∅ 
 for 𝑖𝑖 = 1  𝑡𝑡𝑡𝑡  𝑁𝑁 do 
        𝐷𝐷𝑖𝑖 ←  Random subset of dataset with K  
                  element 
        Train 𝑀𝑀𝑖𝑖 while satisfying T 
        𝑃𝑃0 ←  𝑃𝑃0 ∪ 𝑀𝑀𝑖𝑖 
 end for 
 
Return The initialized population as 𝑃𝑃0 

 شبه کد مربوط به الگوریتم ارزیابی جمعیت): 3جدول (
P: Population  
Dt: Test dataset for evaluation 
Begin 
 𝒇𝒇𝒇𝒇𝒇𝒇 all individuals in P 𝒅𝒅𝒇𝒇 
        𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣𝑣 ← classification accuracy on 𝐷𝐷𝑡𝑡                           
 𝒆𝒆𝒆𝒆𝒅𝒅 𝒇𝒇𝒇𝒇𝒇𝒇  
Return The Population P of the individuals  
             with their fitness values 

 
1 Overfitting 
2 data augmentation 

 تولید جمعیت اولیه  -۳-۲
ي کانولوشن با شبکه  Nدر این مرحله براي ساختن جمعیت اولیه ابتدا  

هایشان  ساخته شده و وزن  ،که در ورودي الگوریتم آمده است  اي معماري 
، یک Fشوند. سپس بر اساس ورودي  با مقادیر تصادفی مقداردهی می

در ابتداي   ) Kي آموزش که تعداد اعضاي آن ( زیرمجموعه از پایگاه داده
شود، به صورت تصادفی انتخاب شده و  محاسبه می  ) 2( الگوریتم جدول  

CNN  .بیند می  آموزش  آن  با  نظر  داده  مورد  پایگاه  مانند براي  هایی 
Imagenet [23]    وMs coco [24]    که حاوي تعداد زیادي نمونه در هر

شود. اما در پایگاه در نظر گرفته می  Nبرابر با    Fکلاس هستند مقدار  
 Caltechباشد مانند  هاي هر کلاس کم میهایی که تعداد نمونه داده

در نظر   Nکوچکتر از    Fبایست مقدار  می  CIFAR100 [26]و     [25]
هاي بیشتري براي آموزش هر شبکه انتخاب شده و از گرفته شود تا داده

همچنین با توجه به این که هر یک پرهیز شود.    1یادگیري بیش از حد
بینند احتمال اتفاق داده آموزش میفقط با قسمتی از پایگاه  هااز شبکه
یست در بامیبنابراین حتما    .بدیامی  افزایش   یادگیري بیش از حدافتادن  

از   ادامه  ]27[  استفاده گردد  2هاافزایش دادهآموزش  تا جایی  . آموزش 
به صورت   هااز آن جا که آموزش شبکه  همگرا شوند.  هابد که شبکهیامی

توان این کار شود، براي بالا رفتن سرعت میمیمستقل از یکدیگر انجام  
کد مربوط به بهرا به صورت موازي و روي چند کامپیوتر نیز انجام داد. شِ

 آمده است.   ) 2(  جدول این بخش در 

 ارزیابی جمعیت -۳-۳
که    Testها (افراد) از دیتاست  هر یک از شبکه  3ي برازشبراي محاسبه

می استفاده  است  شده  تعریف  الگوریتم  ورودي  عنوان  این    کنیم.به 
بندي،  ها در طبقهدیتاست به هر یک از افراد داده شده و میزان دقت آن 

هاي معروف یک زیر تدهد. در اکثر دیتاسش را تشکیل میمقدار براز
ها به به عنوان مجموعه تست معرفی شده است که ما از  مجموعه از داده
دیتاست می   همان  استفاده  افراد  ارزشیابی  منظور  . ]28,  23[کنیم  به 

 آورده شده است.  ) 3( کد این قسمت در جدول شبه

 تولید نسل جدید  -۳-۴
الگوریتم در  نسل جدید  تولید  این    )4(   جدول   جزئیات  در  است.  آمده 

در    استفاده خواهیم کرد.  4استخر فیلترمقاله براي تولید نسل جدید از  
ابتدا   الگوریتم  فیلتراین  از جمعیت کنونی تهیه میاستخر  به  ،  شوندها 

𝑘𝑘)فرد    kاین صورت که   ≥ شبکه عصبی کانولوشنی   که هرکدام یک (2
کانولوشن  لایه  هر  ازاي  به  و  شده  انتخاب  تصادفی  صورت  به  هستند 

  k=4شود. براي مثال اگر  تشکیل میاستخر فیلتر    ها، یکموجود در مدل 
باشد از آنجایی که این شبکه داراي    Resnet-32و معماري مورد استفاده  

در استخر   و  استخر فیلتر خواهیم داشت  30لایه کانولوشن است،    30
فیلتر    4*64*64فیلتر است،    64*64فیلتر مربوط به لایه اول که داراي  

تولید فرزندان    فرایندهاي ایجاد شده را به  استخر  قرار می گیرد. سپس

3 Fitness 
4 Filter pool 
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 ... /سجادي و همکاران موثر ي هاکانولوشن با وزن یعصب  شبکه یطراح

 ۲۱ 

می  ) )5( (جدول   جدید  ارسال  فرزند  یک  تولید  آن  خروجی  که  کنیم 
ها با ابعاد  باشد. تمرکز ما در الگوریتم پیشنهادي روي انتخاب فیلترمی
بر حسب این که چه .  باشدهاي کانولوشن میجهت ساختن لایه  3*3

اي انتخاب شده باشد، فرزند تولید شده ممکن است داراي  معماري پایه
که پارامترهاي آن ها   ،...) Fc  ،shortcutدیگر نیز باشد (   هایی با انواعلایه

صورت شده  تصادفی   به  دهی  فرزند  مقدار  برازش  مقدار  نتیجه  در  اند. 
  یابد.تولید شده به شدت کاهش می

پس از تولید فرزند جدید آن را به تعداد    ،براي غلبه بر این مشکل
Eمی آموزش  تکرار  مقدار  ،  پایه  Eدهیم.  معماري  شده  به  انتخاب  ي 

عدد    ،ها کمتر است هاي آنهایی که تنوع لایهبستگی دارد. براي معماري 
در نظر    Eعدد بزرگتري براي    ،ترهاي پیچیدهکوچکتر و براي معماري 

می انتخابگرفته  با  شد  مشاهده  آزمایشات  در  𝐸𝐸  شود.  = براي    1
𝐸𝐸هاي ساده تر و انتخاب  معماري  ≤ دقت   ترهاي پیچیدهبراي معماري  3

تولید نسل که  فرایندبه میزان مورد نظر خواهد رسید. در ادامه به شرح 
یک شبکه   ،خواهیم پرداخت. در ابتداي این الگوریتم  ،آمده  ) 5( در جدول  

هاي آن با مقادیر تصادفی شود که وزنبا معماري مورد نظر ساخته می
) مشخص  𝑁𝑁𝑝𝑝اند. پس از آن که تعداد فیلترهاي مورد نظر( مقداردهی شده

تابع   تعداد  فراخوانی می  𝑅𝑅𝑣𝑣𝑅𝑅𝑅𝑅𝑡𝑡𝑅𝑅𝑅𝑅𝑣𝑣𝑣𝑣𝑣𝑣𝑅𝑅𝑡𝑡شد،  به  تابع  این  در  شود. 
𝑁𝑁𝑝𝑝  شود  مرتبط انتخاب میاستخر    ، هر بار یک فیلتر به صورت تصادفی از

گردند. در  و در نهایت فیلترهاي انتخاب شده به الگوریتم اصلی باز می
هاي یک لایه کانولوشن که  خطی که با * مشخص شده است تمام وزن

قرار دارند در لایه متناظر در مدل خروجی   𝑅𝑅𝑣𝑣𝑣𝑣𝑣𝑣𝑅𝑅𝑡𝑡𝑣𝑣𝑅𝑅𝑆𝑆𝑣𝑣𝑖𝑖𝑆𝑆ℎ𝑡𝑡𝑡𝑡در  
 هاي دیگر ادامه خواهد یافت. شده و عملیات براي لایه بارگذاري 

نتایج به دست آمده از اجراي الگوریتم پیشنهادي با    3- 4و در زیر بخش  
 نتایج کارهاي دیگر مقایسه شده است.

 شبه کد مربوط به الگوریتم تولید نسل جدید ): 4جدول (
P: The Population 
E: Number of epochs to train new child 
L: Number of convolutional layers with dim 3 × 3 
 

𝑩𝑩𝒆𝒆𝑩𝑩𝑩𝑩𝒆𝒆 
𝐺𝐺 ← ∅ 
𝒘𝒘𝒘𝒘𝑩𝑩𝒘𝒘𝒆𝒆 |𝐺𝐺| < |𝑃𝑃| 𝒅𝒅𝒇𝒇 
        k ←  Randomly select a number  

in range [2 , |𝑃𝑃| ] 
        S ← Randomly select k individual from P    
        𝒇𝒇𝒇𝒇𝒇𝒇 𝑣𝑣 = 1, … , 𝐿𝐿 𝒅𝒅𝒇𝒇 
               Pooll ←  ∅ 
               F ←  Aggrigate filters in 

 layer l of S elements 
               Pooll ← Pooll ∪  F 
        𝒆𝒆𝒆𝒆𝒅𝒅 𝒇𝒇𝒇𝒇𝒇𝒇 
        newChild ←  the returned individual from  
                                     pseudo code of 𝐓𝐓𝐓𝐓𝐓𝐓𝐓𝐓𝐓𝐓 𝟓𝟓                                     
        𝐓𝐓𝐓𝐓𝐓𝐓𝐓𝐓𝐓𝐓 newChild for E epochs 
        𝐺𝐺 ← 𝐺𝐺 ∪ newChild 
𝒆𝒆𝒆𝒆𝒅𝒅 
𝑹𝑹𝒆𝒆𝑹𝑹𝑹𝑹𝒇𝒇𝒆𝒆 The new generation has been produced as G 

 

 تولید فرزندان فرایند شبه کد مربوط به  ): 5جدول ( 
L: Number of convolutional layers with dim 3 × 3 
Pool: input pool from  pseudo code of 𝐓𝐓𝐓𝐓𝐓𝐓𝐓𝐓𝐓𝐓 𝟒𝟒 
 
𝑩𝑩𝒆𝒆𝑩𝑩𝑩𝑩𝒆𝒆 
𝐶𝐶 ← initiate a model with desired architecture 
𝒇𝒇𝒇𝒇𝒇𝒇 𝑖𝑖 = 1, … , 𝐿𝐿 𝒅𝒅𝒇𝒇 
        SelectedWeights ← ∅ 
        Np ← Number of filters in C. layeri  
        FilterCollection ← 𝐑𝐑𝐓𝐓𝐓𝐓𝐑𝐑𝐑𝐑𝐑𝐑𝐑𝐑𝐓𝐓𝐓𝐓𝐓𝐓𝐑𝐑𝐑𝐑(Pool𝑖𝑖  , Np) 
        SelectedWeights ← SelectedWeights ∪
                                                 FilterCollection 
        𝐋𝐋𝐑𝐑𝐓𝐓𝐑𝐑 SelectedWeights to 𝐓𝐓𝐓𝐓𝐥𝐥𝐓𝐓𝐓𝐓𝐓𝐓 of 𝐂𝐂 
𝒆𝒆𝒆𝒆𝒅𝒅 
𝑹𝑹𝒆𝒆𝑹𝑹𝑹𝑹𝒇𝒇𝒆𝒆 The generated child as C 

𝒇𝒇𝑹𝑹𝒆𝒆𝒇𝒇𝑹𝑹𝑩𝑩𝒇𝒇𝒆𝒆 𝑅𝑅𝑣𝑣𝑅𝑅𝑅𝑅𝑡𝑡𝑅𝑅𝑅𝑅𝑣𝑣𝑣𝑣𝑣𝑣𝑅𝑅𝑡𝑡(𝑃𝑃𝑡𝑡𝑡𝑡𝑣𝑣 ,𝑁𝑁𝑝𝑝) 
𝑩𝑩𝒆𝒆𝑩𝑩𝑩𝑩𝒆𝒆 
        outFilters ← ∅ 
        𝒇𝒇𝒇𝒇𝒇𝒇 𝑖𝑖 = 1, … ,𝑁𝑁𝑝𝑝 𝒅𝒅𝒇𝒇 
                SelectedFilter ← random select from Pool   
               outFilters ←  outFilters ∪  SelectedFilter 
        𝒆𝒆𝒆𝒆𝒅𝒅 𝒇𝒇𝒇𝒇𝒇𝒇 
𝑹𝑹𝒆𝒆𝑹𝑹𝑹𝑹𝒇𝒇𝒆𝒆 outFilters 

 شبه کد مربوط به الگوریتم انتخاب نسل بعد): 6جدول (
𝑃𝑃𝑡𝑡: The Parent population in epoch t 
𝐺𝐺𝑡𝑡: Population of offspring produced in epoch t 
Begin 
𝐴𝐴 ← 𝑃𝑃𝑡𝑡 ∪ 𝐺𝐺𝑡𝑡 
𝑃𝑃𝑡𝑡+1  ← ∅ 
𝒘𝒘𝒘𝒘𝑩𝑩𝒘𝒘𝒆𝒆 |𝑃𝑃𝑡𝑡+1| <  0.2 × |𝑃𝑃𝑡𝑡| 𝒅𝒅𝒇𝒇 
        𝑝𝑝 ← individual with the best fitness in 𝐴𝐴  
        𝑃𝑃𝑡𝑡+1 ← Pt+1 ∪ p  
𝒆𝒆𝒆𝒆𝒅𝒅 𝒘𝒘𝒘𝒘𝑩𝑩𝒘𝒘𝒆𝒆   
𝒘𝒘𝒘𝒘𝑩𝑩𝒘𝒘𝒆𝒆 |𝑃𝑃𝑡𝑡+1| < |𝑃𝑃𝑡𝑡| 𝒅𝒅𝒇𝒇 
      p1, p2 ← Randomly select two indivisual 

 from  𝐴𝐴 
      p ← Select the one with better fitness 

 from {p1, p2} 
      𝑃𝑃𝑡𝑡+1 ← 𝑃𝑃𝑡𝑡+1 ∪ 𝑝𝑝 
𝒆𝒆𝒆𝒆𝒅𝒅 𝒘𝒘𝒘𝒘𝑩𝑩𝒘𝒘𝒆𝒆   
 
𝑹𝑹𝒆𝒆𝑹𝑹𝑹𝑹𝒇𝒇𝒆𝒆 The next generation population Pt+1 

 

 انتخاب نسل بعد -۳-۵
انتخاب اعضاي با بهترین مقدار برازش   ،یک راه براي انتخاب نسل بعدي 

  ، شود. اگرچه این راه باعث همگرا شدن سریع الگوریتم می]29[  باشدمی
کند. براي غلبه  ي محلی را تشدید میي بهینهخطر قرار گرفتن در نقطه
.  ]30,  29[ایم  جستجوي باینري استفاده کرده بر این مشکل ما از روش

پایین برازش  با  اعضاي  این روش  از  استفاده  نیز شانس حضور در  با  تر 
نسل بعد را دارند. اما این مشکل وجود دارد که ممکن است اعضایی با 
باعث  که  باشند  نداشته  حضور  بعد  نسل  در  برازش  بیشترین  داشتن 

شود. براي غلبه بر این مشکل، ما از روشی شبیه به  همگرایی دیرتر می
درصد   20کنیم. به این ترتیب که  گفته شده استفاده می  ] 16[  آنچه در

* 
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کنیم و سپس باقی  جمعیت را از اعضاي با بیشترین برازش انتخاب می
مجموعه از  باینري  جستجوي  الگوریتم  با  انتخاب   𝑄𝑄𝑡𝑡و    𝑃𝑃𝑡𝑡هاي  اعضا 

 آمده است.  ) 6جدول ( کد این قسمت در شوند. شبهمی

 نتایج  -۴
ها انتخاب  براي ارزیابی کارایی الگوریتم پیشنهادي، تعدادي از الگوریتم

  2-4است. در زیربخش  به آنها  اشاره شده  1-4اند که در زیربخش  شده
 مورد استفاده براي انجام آزمایشات شرح داده شده است.   ساختار دیتاست

 رقبا -۴-۱
هاي با بیشترین دقت در براي مقایسه کارایی الگوریتم پیشنهادي، شبکه

شده انتخاب  حوزه  شامل  این  که  و    ResNet  ،DenseNet [31]اند 
VGGNet [32]  مسابقات            می برندگان  جزو  همگی  و  شوند 

Large-Scale Visual Recognition Challenges   هاي اخیر  در سال
به    Resnet-110دو مدل    ،Resnet. از انواع مختلف  ]34,  33[  اندبوده

-Resnetدارد و    Resntهاي  علت این که بهترین دقت را در میان مدل 
با داشتن بیشترین پارامتر    ResNetترین مدل  به عنوان پیچیده  1202

مدل    ،DenseNet. به علاوه از میان انواع مختلف  ]35[  اندانتخاب شده
DenseNet-BC  هاي که داراي بهترین دقت در میان مدلDenseNet 

همچنین دو الگوریتم دیگر که در طراحی    .]36[  است انتخاب شده است
 Geneticها از الگوریتم ژنتیک استفاده شده نیز انتخاب شده اند. در  آن

CNN  می گرفته  نظر  در  طراحان  توسط  اولیه  معماري  از  یک  و  شود 
یافتن جاي مناسب لایه به منظور  ژنتیک  استفاده میالگوریتم   شودها 

شود.  به عبارتی طراحی شبکه به صورت نیمه اتوماتیک انجام می؛  ]37[
ها و ترتیب قرار تمام طراحی شبکه از جمله نوع لایه  CNN-GAاما در  

انجام میگرفتن آن اتوماتیک  به صورت  توجه  ]16[  شودها  باید  البته   .
ها توجه ندارند داشت که هیچ یک از این دو الگوریتم به پارامترهاي لایه

 ها در کنار یکدیگر است.و هدفشان چینش مناسب لایه

 هاي آزمایش پایگاه داده  -۴-۲
براي   ]CIFAR100  ]26و    CIFAR10ي  در این مقاله دو پایگاه داده

بندي انتخاب شده اند. دلیل انتخاب  انجام آزمایشات و تعیین دقت طبقه
بندي در ها به منظور طبقهي گسترده از آناستفاده  ، ها این پایگاه داده

توان الگوریتم پیشنهادي را از لحاظ باشد و میهاي کانولوشن میشبکه
 هاي دیگر مقایسه کرد. دقت و کارایی با الگوریتم

     Airplane car     bird    cat     deer    dog      frog   horse  ship  truck 

 
 به همراه سه نمونه از آنها CIFAR10داده  يها): کلاس 1شکل (

 
1 overfitting 

داده ابعاد      60000از    CIFAR10ي  پایگاه  با  تشکیل   32*32تصویر 
داده به عنوان   10000هاي آموزش و  داده به عنوان داده  50000شده که  

پایگاهداده این  است.  نظر گرفته شده  در  از  هاي تست  کلاس   10داده 
حاوي   کدام  هر  که  شده  داده  5000تشکیل  از  آموزش  تصویر  هاي 

نمونه    3داده به همراه    هاي این پایگاهتمام کلاس   ) 1( باشند. در شکل  می
شده داده  نمایش  کدام  هر  همانند     CIFAR100ساختار  است.از 

CIFAR10  کلاس   100کلاس از  10باشد با این تفاوت که به جاي می
  500هاي آموزش براي هر کلاس  بنابراین تعداد داده   است.تشکیل شده

قبل ذکر شد هنگام استفاده   هاي گونه که در بخشباشد. همانعدد می
هاي  هاي آموزش به منظور یادگیري شبکهاز الگوریتم پیشنهادي، داده

شوند و براي پرهیز از یادگیري بیش هایی تقسیم میمختلف به قسمت
از مکانیزم  1از حد  افزایش دادهاستفاده  ناپذیر است. به  اجتناب  2هاهاي 

هاي آموزش، یک یا چند هنگام انتخاب هر تصویر از داده  ،همین دلیل
 .  ]38[ شودهاي  چرخش، برش و آینه روي آن اعمال میمورد از تبدیل 

آزمایش در  دادههاهمچنین  از  دیتاست،  تست  و    CIFAR10هاي  هاي 
CIFAR100 .براي محاسبه برازش افراد استفاده شده است 

 نتایج تجربی  -۴-۳
توان به عنوان  میشبکه عصبی کانولوشنی    هاي با اینکه از تمام معماري 

کرد استفاده  پیشنهادي  الگوریتم  در  پایه  از    ،معماري  است  بهتر  اما 
لایهمعماري  در  کمتري  تنوع  که  شود  استفاده  داشته هایی  خود  هاي 

از لایه  تماماً متصلباشند. وجود چندین لایه   استفاده  یا  با  و   اندازهها 
دهد.  هاي متفاوت، تسلط ما را بر تحلیل رفتار الگوریتم کاهش میفیلتر

به عنوان معماري  Resnet-32ما از معماري  ،با در نظر گرفتن این نکته
کرده  استفاده  معماري   ایم.پایه  این  انتخاب  دیگر  که    ،دلیل  است  این 

تایج توان نبا پارامترهاي بیشتر وجود دارند و می  آنتر  هاي عمیقنسخه
ها مقایسه کرد. نتایجی که در ادامه نهایی را با آن   به دست آمده از شبکه

مدل   GPUآمده حاصل از اجراي الگوریتم پیشنهادي روي یک کارت  
Geforce GTX 1080 Ti  باشد. می 
ــنهادي و مقداردر ادامه ابتـدا تنظیمـات  دهی به  اولیـه الگوریتم پیشـ

ت آمده با کارهاي   پس نتایج به دسـ د. سـ رح داده خواهد شـ پارامترها شـ
) 2کردن جمعیت اولیه (الگوریتم   تولیدد. براي شــومیمشــابه مقایســه 
ت   داد جمعیـ 𝑝𝑝0تعـ = ه  10 انـ ــتـ د آسـ 𝑇𝑇𝑠𝑠ي توقف  و حـ = در نظر    02.

ــت و با توجه به تعداد نمونه ــده اس 𝐹𝐹ي هر کلاس هاگرفته ش = در   5
ــده ــت؛نظر گرفته ش ــبکه با یک پنجم دادهیعنی   اس هاي آموزش هر ش

ــبکـه  10000یعنی   هـا، بـا در نمونـه آموزش می بینـد. پس از آموزش شـ
، مقدار برازش براي هر یک از 𝐷𝐷𝑓𝑓هاي تســت به عنوان نظر گرفتن داده

به می ودافراد جمعیت محاسـ ت آمده براي 3(الگوریتم   شـ ). دقت به دسـ
ي قابل توجه این اسـت که هر باشـد. نکتهمی % 6/75 حدود هااین شـبکه

کنند  هاي تست را درست طبقه بندي میها قسمتی از دادهیک از شبکه
ت،  ده اسـ خیص داده شـ تباه تشـ بکه اشـ اویر که در یک شـ و برخی از تصـ

 هاي دیگر درست طبقه بندي شده باشند.ممکن است در شبکه

2 data augmentation 
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 ... /سجادي و همکاران موثر ي هاکانولوشن با وزن یعصب  شبکه یطراح

 ۲۳ 

ــاویري کـه حـداقـل در یـک  بـا در نظر گرفتن این مطلـب و یـافتن تصـ
ــت طبقه ــبکه درس ــخیص   ش ــند در مجموع دقت تش ــده باش بندي ش

ــت  هـاداده ــت آمـد. در نتیجـه می % 6/97ي تسـ توان گفـت تمـام بـه دسـ
ــت بـا دقـت  هـابنـدي دادهفیلترهـایی کـه جهـت طبقـه نیـاز   %  6/97ي تسـ

یست بامیوجود دارند و فقط   هادر مجموع فیلترهاي این شبکه  ،هستند
ده و  ،ي موثرهافیلتر ایی شـ ناسـ بکهشـ اختن شـ نهایی به کار برده   در سـ

در ادامه با  شــد.بامیشــوند که این امر هدف الگوریتم پیشــنهاد شــده 
تفاده از الگوریتم اخته    ) 4(  جدول   اسـ ل جدید سـ ومینسـ د. از آنجا که شـ

ه اتنوع لایـ اري    هـ اب    Resnet-32در معمـ ه انتخـ ایـ اري پـ ه عنوان معمـ بـ
ده زیاد نیسـت و فقط یک لایه دارد با در نظر گرفتن    تماماً متصـلي  شـ

𝐸𝐸 = ــل،، پارامترهاي لایه ) 4(  جدول   در الگوریتم 1 تنظیم    تماماً متصـ
در  آورد.مورد نظر را به دسـت می  برازششـده و فرزند تولید شـده مقدار 

ایـت ــط الگوریتم  ،نهـ دي از بین   )،6( موجود در جـدول    توسـ ــل بعـ نسـ
ــده انتخاب   ــومیجمعیت کنونی و فرزندان تولید ش ي د و یک چرخهش

ــیدن به دقت  ــد. اجراي الگوریتم تا رس اجراي الگوریتم به پایان می رس
ــبکـهد ادامـه میي بعـهـامورد نظر در چرخـه نهـایی کـه   یـابـد و در پـایـان شـ

  Resnet-32-GA  نسل آخر است با نامبرازش در  فرد با بیشترین مقدار  
 د.شومیبه عنوان خروجی الگوریتم در نظر گرفته 

هاي  نتایج به دست آمده از اجراي این شبکه با شبکه)،  7( در جدول  
تون اول نام رقبا آمده اسـت هاي  ردیف و دیگر مقایسـه شـده اسـت. در سـ

دوم و  ــتدقـت طبقـه  ،اول  دیتـاســ روي  و   CIFAR10هـاي  بنـدي 
CIFAR100  ومرا نشـان می تعداد پارامترهاي هر  ،دهند و در ردیف سـ

ــت. بالاخره در ردیف آخر زمان تقریبی اجراي  ــده اس الگوریتم آورده ش
با یکدیگر مقایســه شــده اســت. یک   GPU Dayها بر حســب  الگوریتم

GPU Day    ادل اجراي الگوریتم روي یـک ه مـدت یـک روز   GPUمعـ بـ
ــت ــخص  هاییها به غیر از الگوریتم. تمام الگوریتم]39[ اس که با * مش

اند و هاي مشـخص شـده آموزش داده شـدهاند با اسـتفاده از دیتاسـتشـده
ــه عـادلانـه، در آموزش آن هـایی کـه هـا از همـان افزایش دادهبراي مقـایسـ

اســت. در شــده بهره بردهایم،  براي الگوریتم پیشــنهادي اســتفاده کرده
ــدهمورد الگوریتم ــخص شـ انـد بـه دلیـل این کـه زمـان هـایی کـه بـا * مشـ

ــیار زیاد بوده و علاوه بر آنآموزش آن در هر بار اجراي الگوریتم    ،ها بس
ها داراي سـاختار متفاوتی ي تولید شـده توسـط آنممکن اسـت شـبکه

 هاي داده شـده در مقالات مرتبطشـان بسـنده شـده اسـتباشـد، به گزارش

]16  ,37[. 
نهادي که با   ط الگوریتم پیشـ ت آمده توسـ بکه نهایی به دسـ دقت شـ

ــناخته می  Resnet-32-GAعنوان  ــبت به  ش ــود نس ،  Resnet-32ش
هر دو داراي یک معماري با تعداد  کهبا این  ؛افزایش داشـته اسـت%   13/4

تند. ان هسـ نسـبت به   Resnet-32-GAهمچنین دقت    پارامترهاي یکسـ
ــبکـه -Resnetو    Resnet-110ي خود یعنی  هـاي هم خـانوادهدیگر شـ

در صـورتی که تعداد  ؛افزایش داشـته%  06/3 و%   65/1 به ترتیب  1202
ــبـت بـه    بـه ترتیـب   Resnet-1202و    Resnet-110پـارامترهـاي آن نسـ

به   Resnetبه عبارت دیگر در شـبکه   کاهش داشـته اسـت.%  97 و%   84

 
1 population initialization 

ه دگی و افزایش هزینـ ث افزایش پیچیـ اعـ ه بـ اي افزایش عمق کـ اي  جـ هـ
باتی و زمانی می ود، میمحاسـ نهادي  شـ تفاده از الگوریتم پیشـ توان با اسـ

ت.وزن افـ ــت یـ ت مورد نظر دسـ ه دقـ اب کرده و بـ ه را انتخـ اي بهینـ  هـ
ــبکه ــبتاً   Resnet-32-GAو   DenseNet-BCهاي  شـ   داراي دقت نسـ

ــتندم ــابهی هسـ %  66 حدود  Resnet-32-GA  اما تعداد پارامترها  ؛شـ
ا در مورد   اي  VGG-19کمتر اســـت. امـ ارامترهـ داد پـ ه تعـ ا این کـ ، بـ

ت دقت را به   VGG-19پارامترهاي    01/0 الگوریتم پیشـنهادي تنها اسـ
دار االگوریتم  اســــت.افزایش داده%    31/2  مقـ و   Genetic-CNNي  هـ

CNN-GA  ــبکه نهایی هاالگوریتم ــتند که طراحی شـ ها به آنیی هسـ
ــورت می ــورت اتومـاتیـک صـ زمـانی این   بـه همین دلیـل هزینـه؛  گیردصـ

ــیار بالا و در حد چندین   هاالگوریتم ــت. با این حال   GPU Dayبس اس
Resnet-32-GA  تولید شـده توسـط   نسـبت به شـبکهGenetic CNN،  

 دارد. CNN-GAافزایش دقت داشته و دقتی مشابه %  51/2
ــبکه8در جدول (  ــه بین فاکتورهاي زمانی ش ــده  ) مقایس تولید ش

که داراي پارامترهاي یکسـان   Resnet-32توسـط الگوریتم پیشـنهادي و  
ت. همانطور که در ورت گرفته اسـ تند صـ ود زمان جدول دیده می هسـ شـ

  Resnet-32گیري با اجراي اي الگوریتم پیشــنهادي اختلاف چشــماجر
دارد ت را    ؛نـ ه دقـ الیکـ ل توجهی افزایش دادهدر حـ ابـ ه میزان قـ ــت. بـ اسـ

ــت  گفتنی ه  %  70اسـ ــرف مرحلـ ادي صـ ــنهـ ان الگوریتم پیشـ اي  زمـ هـ
ــبکـه  و آموزش  1مقـداردهی اولیـه جمعیـت انیشـ ارامتر    هـاي میـ در    E(پـ

ــود که هرکدام از این مرحله)) می5جدول (   الگوریتم توان به را می  هاش
صورت همزمان روي افراد جمعیت اجرا کرد و در صورت استفاده از یک 

اختار ازي، زمان اجراي الگوریتم به میزان قابل توجهی براي موازي  سـ سـ
 کاهش خواهد یافت.

 گیري و کارهاي آتینتیجه -۵
در  موثرتر  پارامترهاي  یافتن  جهت  روشی  ارائه  مقاله  این  موضوع 

کاهش شبکه و  بالاتر  دقت  به  یافتن  دست  نتیجه  در  و  عمیق  هاي 
بودهزینه پردازشی  و  زمانی  به   ؛هاي  احتیاج  کار،  این  با  اینکه  ضمن 

روشی بر   ،م این کارارود. جهت انجتر از بین میهاي عمیقطراحی شبکه
دقت    ،هاي موجودي الگوریتم ژنتیک ارائه گردید که نسبت به روش پایه

ملاحظه قابل  میزان  یافت.به  بهبود  فیلترهاي    اي  اکثر  که  آنجایی  از 
دهند تشکیل می 3*3هاي عمیق را فیلترهاي هاي کانولوشن شبکهلایه

انتخاب فیلترهاي موثر با همین ابعاد بوده است    ،تمرکز ما در این مقاله
تست انجام  براي  علت  همین  اکثر    Resnet-32ها  به  که  شد  انتخاب 

ابعاد   با  آینده میمی  3*3فیلترهاي آن  اما در کارهاي  این  باشد.  توان 
-الگوریتم را به انتخاب فیلترهاي با ابعاد دیگر و در نتیجه توانایی پیاده

تر تعمیم داد. ضمنا الگوریتم پیشنهادي هاي پیچیدهسازي روي شبکه
موازي  قابلیت  میداراي  آن  توسط  که  است  اجراي  سازي  زمان  توان 

 لگوریتم را کاهش داد.ا
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