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Abstract: 

Background and Aim: Rainfall is one of the complex natural phenomena and one of the 

most crucial component of the water cycle, playing a significant role in assessing the climatic 

characteristics of each region. Understanding the amount and trends of rainfall changes is 

essential for effective management and more precise planning in agricultural, economic, and 

social sectors, as well as for studies related to runoff, droughts, groundwater status, and 

floods. Additionally, rainfall prediction in urban areas has a significant impact on traffic 

control, sewage flow, and construction activities. 

Method: The objective of this study is to compare the accuracy of classification models, 

including Chi-squared Automatic Interaction Detector (CHAID), C5 decision tree, Naive 

Bayes (NB), Quest tree, and Random Forest, k-Nearest Neighbors (KNN), Support Vector 

Machine (SVM), and Artificial Neural Network (ANN) in predicting rainfall occurrence 

using 50 years of data from the synoptic station at Hamedan Airport. In this study, 80% of the 

data is used for training the models, and 20% for model validation and the results obtained 

from the model executions are compared using metrics such as confusion matrix, Receiver 

Operating Characteristic (ROC) curve, and the Area Under the Curve (AUC) index. To create 

the classification variable for rainfall and non-rainfall data, based on rainfall data, the days of 

the year are categorized into two classes: days with rainfall (y) and days without rainfall (n). 

Data preprocessing is performed using Automatic Data Preprocessing (ADP). Then, Principal 

Component Analysis (PCA) is employed to reduce the dimensions of the variables. 
Results: In this study, the PCA method reduces the dimensions of the variables to 5. Also, 

approximately 80% of the available data corresponds to rainless days, while 20% corresponds 

to rainy days. The research results indicated that the KNN model with an accuracy of 91.9% 

for training data and the SVM model with 89.13% for test data exhibit the best performance 

among the data mining models. The AUC index for the KNN model is 0.967 for training data 

and 0.935 for test data, while for the SVM algorithm, it is 0.967 for training data and 0.935 

for test data. According to the ROC curve for Hamedan rainfall data, the KNN model 

outperforms other models. Considering the sensitivity index in the confusion matrix, the 

KNN and SVM models perform better in predicting non-rainfall occurrence for training data. 

In terms of the precipitation occurrence prediction, the RT and KNN models show better 

results according to the specificity index. 
Conclusion: The results demonstrated that for the RT, C5, ANN, SVM, BN, KNN, CHAID, 

QUEST, accuracy metrics was obtained 86.82%, 89.78%, 89.55%, 89.96%, 88.06%, 91.9%, 

88.29%, 87.46%, 91.9%, respectively for training data. Moreover, for test data, the accuracy 

metrics for this model was obtained 83.82%, 87.9%, 88.12%, 89.13%, 87.12%, 89.13%, 

87.12%, 88.19%, 86.93%, 86.76%, respectively. The AUC index in the training data for RT, 

C5, ANN, SVM, BN, KNN, CHAID QUEST models was 0.94%, 0.99%, 0.94%, 0.94%, 

0.93%, 0.97%, 0.93%, 0.89%, respectively. In addition, for the test data, this metric was 

evaluated 0.89%, 0.89%, 0.93%, 0.94%, 0.92%, 0.90%, 0.92%, 0.88% respectively. As 

observed, considering accuracy metric and AUC index for training data KNN model and for 

test data SVM model were more sufficient in rainfall prediction.   
Keywords: Rainfall prediction, Decision tree models, K-nearest neighbors (KNN) model, 

Artificial neural network, Support vector machine (SVM) 
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 بندي بيني بارش باران با استفاده از رويکرد دسته کاوي در پيش هاي داده عملکرد مدل مقايسه
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 چکيده:

ترين اجزاي چرخه آب بوده و در سنجش خصوصيات اقليمي هر منطقه  هاي پيچيده طبيعي و از مهم بارندگي يکي از پديدهزمينه و هدف: 

سو جهت داشتن مديريت  عناصر مهم هواشناسي، از يکعنوان يکي از  کند. شناخت ميزان و روند تغييرات بارش به نقش بسيار مهمي ايفا مي

ها،  سالي ها، خشک هاي کشاورزي، اقتصادي و اجتماعي و از سوي ديگر براي مطالعاتي مانند روانابتر براي بخش ريزي دقيق اثربخش و برنامه
ر بسيار زيادي بر کنترل ترافيک، جريان بيني بارش در مناطق شهري تأثي ها ضروري است. همچنين پيش هاي زيرزميني و سيلاب وضعيت آب

 وساز دارد. هاي ساخت ها و فعاليت فاضلاب

 ، نيو بيزينC5تصمیم   ، درخت(CHAID) بندي درخت تصميم )چايد هاي کلاس هدف اين مطالعه مقايسه دقت مدلروش پژوهش:  

(NB) ،( کوئستQuest و ) ،)جنگل تصادفيk نزديک ( ترين همسايگيKNNماشين بر ،)دار پشتيبان (SVM) و شبکه عصبي مصنوعي 
(ANN) ساله در ايستگاه سينوپتيک فرودگاه همدان است. در اين  05هاي يک دوره  بيني وقوع بارش باران با استفاده از داده جهت پيش

ها با  شده و نتايج حاصل از اجراي مدل ها استفاده ها جهت صحت سنجي مدل درصد داده 25ها جهت آموزش و از  درصد داده 05مطالعه از 
بندي  مقايسه شدند. براي ساخت متغير کلاس AUCو شاخص  ROCريختگي )اغتشاش(، منحني  ماتريس درهماستفاده از معيارهاي 

( n( و روزهاي عدم وقوع بارش )yهاي بارش، روزهاي سال در دو کلاس روزهاي وقوع بارش ) هاي بارش و عدم بارش، با توجه به داده داده

و آنگاه کاهش ابعاد انجام شده ( ADPها ) پردازش خودکار داده ها با استفاده از پيش پردازش داده در اين تحقيق پيش بندي شدند. دسته

 .استفاده شد PCAمتغیرها از روش 
درصد، روزها  05هاي موجود تقريباً  بعد کاهش يافت. همچنين از داده 0ابعاد متغيرها به  PCAدر اين مطالعه با توجه به روش ها:  يافته 

هاي آموزشي و مدل  براي داده 9/91با معيار صحت  KNNدرصد روزها با بارش هستند. نتايج تحقيق نشان داد که مدل  25بدون بارش و 

SVM ،11/09 شاخص کاوي داشتند.  هاي داده ن مدلهاي آزمون بهترين عملکرد را بي درصد براي دادهAUC  مدلKNN  در  79/0برابر
( ROC) منحني عملکرد سيستمبا توجه به همچنين  به دست آمد. SVMبراي الگوريتم  79/0هاي آزمون مقدار  هاي آموزشي و در داده داده

باشد. توجه به شاخص حساسيت در ماتريس  ها عملکرد بهتری را دارا می نسبت به سایر مدل KNNهاي بارش همدان مدل  براي داده
هاي آموزش بهتر عمل کردند. با توجه به شاخص خاصيت در  بيني عدم وقوع بارش براي داده در پيش SVMو  KNNهاي  اغتشاش، مدل

 نتايج بهتري داشتند. KNNو  RTهاي  بيني وقوع بارش مدل پيش

و  RT ،C5 ،ANN ،SVM ،BN،KNN  ،CHAIDهاي  دار معيار صحت براي مدلهاي آموزش مق نتايج تحقيق نشان داد که در داده نتايج:

QUEST  هاي  بدست آمده اند. همچنين اين معيار در داده 98/29و  87/22، 7/79، 08/22، 78/27، 55/27، 92/27، 28/28به ترتيب
در  AUCبه دست آمد. مقدار شاخص  98/28و  78/28، 97/22، 98/29، 98/27، 98/22، 7/29، 8/28ها به ترتيب  آزمون براي اين مدل

، 78/0، 79/0، 79/0، 78/0، 79/0به ترتيب  QUESTو  RT ،C5 ،ANN ،SVM ،BN،KNN  ،CHAIDهاي  هاي آموزش براي مدل داده
، 78/0، 79/0، 78/0، 27/0، 27/0ها به ترتيب  هاي آزمون براي اين مدل به دست آمد. همچنين اين معيار در داده 27/0و  78/0، 79/0
و  KNNهاي آموزش مدل  در داده AUCبه معيارهاي صحت و شاخص طور که مشاهده شد، با توجه  برآورد شد. همان 22/0و  78/0، 70/0

 بيني بارش باران بودند.  تر در پيش کارا SVMهاي آزمون مدل  با توجه به داده

 ، ماشين بردار پشتيبانترين همسايگي، شبکه عصبي مصنوعي نزديک Kهاي درخت تصميم، مدل  بيني بارش باران، مدل پيش ها: کليدواژه
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 مقدمه
بيني  هاي آب و هوايي مانند پيش بيني بسياري از پيش

هاي  بيني شرايط ابري، چالش بيني رعدوبرق، پيش بارش، پيش
هاي آب و  بيني اي براي تحقيقات اتمسفري است. پيش عمده

بيني شرايط مختلف جوي مانند باران، باد،  هوايي براي پيش
اران و برف شود. بارش ب گرما، فشار، رطوبت و غيره استفاده مي

ترين عناصر اقليمي  از اجزاي اصلي منابع تأمين آب و از مهم
باشند که در تعيين و پراکندگي ديگر عناصر اقليمي نيز  مي

تواند در مديريت تأمين آب  ها مي بيني آن مؤثرند، پيش
کشاورزي و مديريت منابع آب موجود در مخازن سدها مفيد 

ني بارش در مناطق بي باشد. همچنين در مناطق شهري پيش
ها و  شهري تأثير بسيار زيادي بر کنترل ترافيک، جريان فاضلاب

در اين ميان کشور ايران به علت وساز دارد.  هاي ساخت فعاليت
قرار گرفتن در کمربند خشک جغرافياي جهان، در زمره مناطق 

گردد علاوه بر آن نوسانات شديد  کم باران جهان محسوب مي
هاي ضعيف تا  سالي لف کشور، وقوع خشکبارش در مناطق مخت

شديد را به موضوعي گريزناپذير تبديل نموده است. بر اساس 
مطالعات مختلف، کمبود بارش نسبت به ميانگين درازمدت يک 

سالي محسوب  عنوان مؤلفه اصلي رخداد خشک منطقه به
ايند بارش، فرايندي فر. (Dastourani et al., 2013) گردد مي

کاملًا غيرخطي و ازنظر زمان و مکان به شکل تصادفي است. 
عوامل مختلف اقليمي مانند شدت بارش، مدت و دوره بارش، 
پراکنش شدت در مدت بارش و تبخير در آن نقش دارند و 

پذير نيست  راحتي امکان هاي ساده و خطي به تشريح آن در مدل
(Bahrami et al., 2017) بيني بارش به سبب  اساساً پيش

دهد،  رفتار بسيار نامنظم و آشوب مندي که از خود نشان مي
با توجه به حال حائز اهميت است.  دشوار، پيچيده و درعين

هاي گوناگوني  هاي گذشته مدل اهميت اين موضوع در سال
شده است، اما  بيني و تخمين بارندگي ارائه جهت ارزيابي، پيش

-ها در مدلهاي هوشمند مبتني بر کاوش داده امروزه سامانه

سازي فرايندهاي هيدرولوژيکي و مهندسي آب موردتوجه 
هايي عنوان روش ها به ديگر، اين سامانه عبارت اند. به قرارگرفته

سازي فرآيندهاي پيچيده غيرخطي شده در مدل معتبر و شناخته
کي، تخمين هاي هواشناسي و هيدرولوژيقادرند با استفاده از داده

 & Bhattacharya)تري از شرايط منطقه ارائه دهند  دقيق

Solomatine, 2005) .بيني ميزان  اکثر مطالعات براي پيش
بندي شبکه عصبي، درخت تصميم،  هاي دسته بارش از مدل

اند که در ادامه  ترين همسايگي و رگرسيون استفاده کرده نزديک
( از 9878شود. بهرامي و همکاران ) ها اشاره مي به برخي از آن

ماکزيمم، روش -سازي شامل روش مينيمم سه روش نرمال
هاي  اي و روش آماره نرمال استاندارد براي داده سازي رتبه النرم

ميانگين بارش ماهانه، کمترين و بيشترين دما و رطوبت ايستگاه 

 9878تا  9855ي زماني  سينوپتيک شهرستان آباده در بازه
استفاده شد. در اين پژوهش از شبکه عصبي مصنوعي پرسپترون 

هاي مختلف و  هاي پنهان و نورون با تعداد لايه 1چندلايه
مارکورات براي تخمين بارش استفاده -الگوريتم يادگيري لونبرگ

ماکزيمم با ساختار  -شد. نتايج نشان داد که روش مينيمم
ي پنهان با ضريب  نورون در لايه 98ي سه لايه و تعداد  شبکه

( برابر MSE) 2و ميانگين مجذور خطا 78/0همبستگي برابر با 
عنوان بهترين روش  ها بهدر مقايسه با ديگر روش 98/0با 

بيني وقوع  ( به پيش9879انتخاب شد. مهتابي و همکاران )
هاي  هاي هواشناسي بين سالبارش روزانه با استفاده از داده

بيني از  ها براي پيش شهر اصفهان پرداختند. آن 8007تا  8000
ترين  نزديک Kتيبان،هاي هوشمند ماشين بردار پشمدل

همسايگي، شبکه عصبي مصنوعي و درخت تصميم استفاده 
بيني  نمودند. نتايج نشان داد که در هر چهار روش، دقت پيش

روز قبل، کمتر از  9و  8هاي  بهترين سناريوها با استفاده از داده
روز  5تا  9هاي روزهاي  درصد بود، اما با استفاده از داده 95

بيني شد.  درصد پيش 20ه با دقت بيش از قبل، بارش روزان
( ترکيب مدل رگرسيون خطي 2512) و همکاران 1باگيروف

تا  1009هاي  بيني ماهانه بارش طي سال اي را براي پيش خوشه
در ايالت ويکتورياي استراليا ارائه دادند. نتايج نشان داد  2512

هاي اي نسبت به مدل که عملکرد مدل رگرسيون خطي خوشه
هاي بردار  عصبي، رگرسيون خطي چندگانه و ماشين شبکه

( مدل 8099و همکاران ) 2کرامر .پشتيبان بهتر بوده است
رگرسيون هاي يادگيري ماشين شامل  زنجيره مارکف را با مدل

درخت تصميم ، M5ژنتيک، قوانين  الگوريتم برداري پشتيبان،
C5هاي عصبي شعاعي پايه و ، شبکه K ترين همسايگي  نزديک

 22شهر از قاره اروپا و  25بيني بارش باران ماهيانه براي پيش
هاي مقايسه نمودند. نتايج نشان داد عملکرد مدلشهر از آمريکا 

رگرسيون برداري پشتيبان و الگوريتم ژنتيک در مقايسه با ديگر 
بيني ( براي پيش8092) 0سينگ .ها بهتر بوده است روش
 9299هاي ماهيانه بين سال هايهاي موسمي هند از داده باران

استفاده کرد. در اين تحقيق از سه تکنيک مجموعه  8099تا 
شده است. نتايج  هاي عصبي و آنتروپي استفاده فازي، شبکه

ها نتايج مؤثر و نشان داد که مدل پيشنهادي در برابر ديگر مدل
بيني  ( به پيش2510) و همکاران 6آفتاب کارآمدي داشت.

لاهور پاکستان با استفاده از پنج تکنيک بارندگي در شهر 
ترين  نزديک Kماشين بردار پشتيبان، نيو بيزين،شامل کاوي  داده

سال از  12همسايه، درخت تصميم و پرسپترون چندلايه طي 
 2512نوامبر  11تا  2550هاي آب و هوايي از اول دسامبر  داده

ها  يکهاي پيشنهادي نشان داد که تکن اند. نتايج مدل پرداخته
اند کلاس بدون بارش را نسبت به کلاس بارش  خوبي توانسته به

بندي کنند. فقدان ويژگي آب و هوايي مناسب در مجموعه  دسته
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بندي  ها و نرخ پايين بارش از دلايلي بود که باعث شد دسته داده
( از 8092) 2حيدر و ورماکلاس با بارش با خطا همراه باشد. 

ين، حداکثر و حداقل دما و شاخص هاي بارندگي، ميانگ مشخصه
بيني بارش شهر کوئينزلند استراليا  نوسان جنوبي براي پيش

در اين تحقيق الگوريتم ژنتيک مبتني بر استفاده کردند. 
هاي ورودي و پارامترهاي  شناسايي بهترين ترکيب از ويژگي

شده است.  تر استفاده شبکه عصبي براي دستيابي به نتايج دقيق
داد که ترکيب الگوريتم ژنتيک و شبکه عصبي معيار  نتايج نشان

RMSE و همکاران  0ها دارد. ميشراکمتري نسبت به ديگر روش
بيني بارش  ( تکنيک شبکه عصبي مصنوعي را براي پيش2510)

 2512تا  1021هاي  ماهه و دوماهه شمال هند طي سال يک
خور با  هاي عصبي پيش استفاده نمودند. در اين مدل شبکه

مارکورات -ستفاده از الگوريتم پس انتشار و  الگوريتم لونبرگا
عنوان يک  مارکورات به-شده است. از الگوريتم لونبرگ  استفاده

يافتن کمينه يک تابع غير خطي چند روش استاندارد براي 
نشان داد روش شبکه عصبي،  شود. نتايج استفاده مي متغيره 

بيني کرده  ماهه را بهتر از الگوريتم لونبرگ پيش بيني يک پيش
هاي هموارسازي شامل  ( تکنيک8092) 9مليکا و نيرمالا. است

(، مدل ES(، هموارسازي نمايي )MAميانگين متحرک )
ARIMA کاوي ک دادهو تکني k ترين همسايگي براي  نزديک

در شهر چناي  8098تا  9709هاي  بيني بارندگي بين سال پيش
هند را مورداستفاده قراردادند. نتايج نشان داد که مدل 

ARIMA  و مدل ترکيبيES-KNN  با استفاده از معيار آماري
تري ارائه  نتايج مطلوب (MAPE) 15درصد ميانگين مطلق خطا

( يک روش جديد براي 8097داننده مهر و همکاران ) دادند.
ماهه  بيني بارش يک ي مدل رگرسيون ترکيبي براي پيش توسعه

هاي  ايستگاه تبريز و اروميه طي سال سنجي در دو ايستگاه باران
سازي  ارائه دادند. اين رويکرد مبتني بر يکپارچه 8099تا  9770

(SVR)رگرسيون بردار پشتيبان
 (FFA) کرم شبو الگوريتم  11

شود. براي هر  هاي دقيق بارش مي بيني است که منجر به پيش
طور  گيري نتايج نشان داد که مدل هيبريد به دو مکان اندازه

توجهي عملکرد بهتري دارد. با توجه به ميانگين بازده،  قابل
 درصدي 80با کاهش SVR هاي بيني بهبود ايجادشده در پيش

درصدي افزايش  900و حدود ( RMSEميانگين مربعات خطا )
( رويکرد 8088همراه بود. آدرياني و همکاران ) NSEکارايي 

بيني  يادگيري ماشين را در ايستگاه نياوران تهران براي پيش
بارش باران استفاده کردند. نتايج نشان داد که عملکرد 

( با ماشين PSOسازي ازدحام ذرات ) رويکردهاي ترکيب بهينه
 11مدت طولاني ي کوتاه حافظه( و PSO-SVR) 12بردار پشتيبان

(LSTMتقريباً يکسان و از روش شبکه عصبي کانولوشن )12 
(CNNبهتر بوده ) .( رويکرد 8088فهد و همکاران ) اند

بيني بارش باران براي  بندي سلسله مراتبي را براي پيش خوشه
 توسعه دادند. 8080تا  9779ساله از سال  80هاي اقليمي  داده

هاي  نتايج نشان داد که رويکرد پيشنهادي نسبت به شبکه
عصبي بازگشتي و شبکه عصبي متراکم از دقت بهتري برخوردار 

چهار تکنيک يادگيري ( 8088) و همکاران 10مارکنااست. 
ماشين، شامل رگرسيون خطي چندگانه، رگرسيون بردار 

 را و جنگل تصادفي رگرسيون تطبيقي چند متغير پشتيبان،

 بيني روزانه و ميانگين بارندگي هفتگي در ايستگاه ي پيشبرا

راني چائوري واقع در اوتاراکند هند را توسعه دادند. اعتبارسنجي 
يافته با استفاده از پارامترهاي آماري ريشه  هاي توسعه مدل

انجام  و ضريب همبستگي ميانگين مربعات خطا، شاخص تجمعي
صادفي در مقايسه با شد. نتايج نشان داد که تکنيک جنگل ت

و  16هي. بيني بارش بهتر عمل کرده است ها در پيش ديگر روش
را براي  12( روش تقويت گراديان بهبوديافته8088همکاران )

وهواي  هاي آب مدت بارش باران براي داده بيني کوتاه پيش
نتايج نشان داد که رويکرد تقويت گراديان استراليا توسعه دادند. 

هاي رگرسيون لجستيک، جنگل  بهبوديافته نسبت به روش
تصادفي، آدابوست، شبکه عصبي مصنوعي و رگرسيون خطي 

طور که در ادبيات تحقيق مشاهده  بهتر عمل کرده است. همان
، درخت Questهاي درخت تصميم  اي که از مدل گرديد مطالعه

C5 بيني وقوع بارش و عدم وقوع  في براي پيشو درخت تصاد
بارش استفاده کرده باشند، يافت نشد؛ بنابراين در اين مطالعه 

هاي درخت تصميم  براي اولين بار عملکرد و کارايي مدل
CHAID درخت ،C5 نيو بيزين ،(NB) ،Quest  و درخت
ترين  نزديک kهاي ماشين بردار پشتيبان،  ( با مدلRTتصادفي )

بيني ميزان بارش  و شبکه عصبي مصنوعي در پيشهمسايگي 
در ايستگاه سينوپتيک فرودگاه همدان باهم مقايسه شدند. 

ي  هاي روزانه متغير براي داده 95همچنين استفاده از 
هاي اصلي براي  هواشناسي و بکار بردن روش تجزيه مؤلفه

 باشند. ي حاضر مي هاي علمي مطالعه کاهش ابعاد از ديگر سهم
 

 هاو روش مواد

 28/89ايستگاه سينوپتيک فرودگاه همدان در عرض شمالي 
شده است. متوسط بارندگي  واقع 58/29درجه و طول شرقي 

متر است. همچنين حداقل و حداکثر  ميلي 9ساليانه اين ايستگاه 
درجه  90و  -88/2درجه حرارت در بلندمدت به ترتيب 

هاي هواشناسي  شده است. در اين مطالعه داده سلسيوس گزارش
ساله از  21ي زماني  در بازهاز سامانه سازمان هواشناسي کشور، 

 9872تا بيست و نهم فروردين  9855يازدهم خرداد سال 
( خصوصيات آماري 9شده است. در جدول ) استخراج
شده است.  شده در تحقيق خلاصه هاي استفاده مشخصه

زان شود متوسط مي طور که در اين جدول مشاهده مي همان
متر  ميلي 95/0بارندگي روزانه در بازه زماني موردنظر برابر با 

( نمودار متوسط بارش ساليانه 9بوده است. همچنين شکل )
 دهد. را نشان مي 9872تا  9855هاي  متر در سال برحسب ميلي

https://fa.wikipedia.org/wiki/%D8%AD%D9%84_%D9%85%D8%B3%D8%A6%D9%84%D9%87
https://fa.wikipedia.org/wiki/%D8%AD%D9%84_%D9%85%D8%B3%D8%A6%D9%84%D9%87
https://fa.wikipedia.org/wiki/%D8%AD%D9%84_%D9%85%D8%B3%D8%A6%D9%84%D9%87
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 تحقيق شده استفاده هاي .خصوصيات آماري مشخصه1جدول 

 انحراف معيار ميانگين ماکزيمم مينيمم هاي موجود درصد داده تعداد رکورد خالي پارامتر

 06/2 20/5 111 5 211/99 125 ميزان بارش روزانه

 12/2 0/2 0 5 22/90 192 ميانگين ابرناکي روزانه

 52/1 20/2 9 5 20/90 975 ماکزيمم ابرناکي روزانه

 91/19 01/01 155 0/11 10/99 120 ميانگين رطوبت نسبي

 00/19 90/12 900 1 10/99 120 مينيمم رطوبت نسبي

 21/10 01/21 155 10 10/99 120 ماکزيمم رطوبت نسبي

 01/11 29/19 25 -1/12 0/96 055 دماي ماکزيمم

 12/15 51/12 2/12 -6/10 52/96 612 دماي ميانگين

 20/6 12/6 0/19 -11/19 0/92 191 ميانگين دماي تر

 01/1 22/1 120/11 5 11/99 116 ميانگين سرعت باد

 22/1 2/0 29 5 11/99 116 ماکزيمم سرعت باد

 10/0 9/1 2/22 -1/11 00/91 962 دماي مينيمم

 22/0 11/5 11/10 -21/26 11/92 229 ميانگين دماي نقطه شبنم

 21/2 02/6 62/25 612/5 99/99 1 ميانگين فشار بخار

 06/1 26/020 0/016 120/011 62/90 250 ميانگين سطح ايستگاهفشار 

 02/9 09/1512 2/1501 10/909 90/99 2 فشار ميانگين سطح دريا

 

 
 . نمودار ميانگين بارش روزانه ايستگاه سينوپتيک فرودگاه همدان به تفکيک سال1شکل

 
 ها پردازش داده پيش

به دليل خطاهاي انساني و ابزاري ممکن است مواردي مانند 
ثبت نشدن آمار، ثبت آمار غلط، خرابي يا از بين رفتن 

ها  هاي پرت و حذف آن گيري يا تشخيص داده هاي اندازه دستگاه
هاي ناموجود پيش آيد، بنابراين تخمين و برآورد  با عنوان داده

وري است. بايد قبل از ها ضر ها براي استفاده در مدل اين داده
هاي  ها برطرف و داده ها در مطالعات نقايص آن استفاده اين داده

ي مراحلي که قبل از  ناموجود را بازسازي نمود. به همه
ها براي کم کردن خطا  سازي داده منظور آماده سازي و به مدل

ها  شود. ازجمله اين روش پردازش گفته مي گيرد پيش صورت مي

هاي پرت و  هاي ناموجود، حذف داده ف دادهتوان به حذ مي
که از دست دادن داده  ازآنجاييها اشاره نمود.  سازي داده نرمال

شود، در اين پژوهش جهت پر  ها مي باعث کاهش دقت مدل
 10ها پردازش خودکار داده هاي خالي از روش پيش کردن داده

(ADP) شد. اساس کار روش  استفادهADP  بر اين اساس است
که هرجايي که متغير عددي باشد خانه خالي با مقدار ميانگين 

جاي خانه  شود و هر جا متغير اسمي باشد به متغير تکميل مي
گردد. در اين مطالعه به دليل  خالي مقدار مد جايگزين مي

ها و به دست آمدن نتايج دقيق، از  متفاوت بودن مقياس داده
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( استفاده شده است. Z-Scoreدارد )سازي استان روش نرمال
همچنين در اين مطالعه براي کاهش ابعاد از روش تجزيه 

هاي اصلي  مؤلفه ( استفاده شد. تجزيهPCA) 19هاي اصلي مؤلفه
شود.  هاي پيوسته استفاده مي معمولًا براي کاهش ابعاد درداده

ها تعريف  درروش مذکور، محورهاي مختصات جديدي براي داده
شوند. اولين محور  ا بر اساس اين محورها بيان ميه و داده

ها بيشينه شود. با  بايستي در جهتي قرار گيرد که واريانس داده
توان تعداد زيادي متغير مستقل همبسته را  مي PCAاستفاده از 

هاي اصلي  با تعداد محدودي متغير مستقل جديد که مؤلفه
 .اند، جايگزين کرد شوند و نا همبسته ناميده مي

 

 بندي هاي يادگيري ماشين با رويکرد دسته روش
بندي براي تخصيص يک برچسب به  هاي دسته از روش

اند استفاده  بندي نشده هاي اسمي که هنوز دسته اي از داده مجموعه
شود. در اين مطالعه متغير وابسته وقوع بارش از نوع اسمي است  مي

بندي  هاي دسته دلبيني بارش باران از م و براي کارايي و دقت پيش
ها به دو  بندي کل مجموعه داده هاي دسته استفاده شد. در مدل
هاي آزمون  هاي آموزش و مجموعه داده قسمت مجموعه داده

بيني  ها براي پيش هايي که اين مدل بندي شدند. روش تقسيم
مثال بعضي از اين  عنوان کنند با يکديگر تفاوت دارند به استفاده مي

کنند  درخت تصميم در قالب يکسري قوانين عمل ميها مانند  مدل
 پردازند. بيني مي و برخي ديگر فقط به پيش

 

 درخت تصميم
کاوي  داده هاي گيري از نسل جديد تکنيک درختان تصميم

اند.  اخير توسعه زيادي يافته آيند که در دو دهه به شمار مي

کاوي و متداول براي  هاي داده درخت تصميم يکي از روش
هاي عصبي به  بيني است که برخلاف شبکه بندي و پيش دسته

بيني خود را در  پردازد يعني درخت تصميم پيش توليد قانون مي
دهد. فرايند ايجاد يک درخت  قالب يکسري قوانين توضيح مي
 تصميم شامل چهار مرحله است:

گره ريشه گره بالاي درخت است که نقطه شروع  گره ريشه: (1

دهد. اين گره حاوي ويژگي  گيري را نشان مي تصميمفرآيند 
بيني متغير  ترين گره براي پيش است که آن را تبديل به مهم

کند. در اين تحقيق متغير وقوع بارش و عدم وقوع  هدف مي
  شده است. عنوان متغير هدف قرار داده بارش به

فرزند   هايي حاوي گره هاي داخلي گره گره گره داخلي: (2

گيري را نشان  ها مراحل مياني در فرآيند تصميم هستند. آن
گيري است  دهند. هر گره داخلي حاوي يک قانون تصميم مي

  .کند ها را به دو يا چند شاخه تقسيم مي که داده

ها را به يکديگر  ها خطوطي هستند که گره شاخه: ها شاخه (3

ها نتايج احتمالي يک تصميم را نشان  کنند. آن متصل مي
  .شود ر شاخه به يک گره فرزند منتهي ميدهند. ه مي

هايي هستند که هيچ گره  هاي برگ، گره گره گره برگ: (4

دهنده نتيجه نهايي فرآيند  ها نشان فرزندي ندارند. آن
بيني براي  گيري هستند. هر گره برگ حاوي يک پيش تصميم

درخت تصميم اين تحقيق ( نمودار 2متغير هدف است. شکل )
 دهد. روزهاي بارش و عدم بارش نشان مي را براي متغير هدف

هاي درخت تصميم،  ترين مدل در اين مطالعه از مهم
(، NB، نيو بيزين )C5، درخت CHAIDهاي  شامل مدل

Quest ( و درخت تصادفيRTاستفاده ) .شده است 

 

 
 کلي اجزاي اصلي درخت تصميم تحقيق . نماي2شکل 
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بندي است  روش آماري مؤثري براي دسته CHAIDمدل 
که با استفاده از مفهوم آزمون آماري تمام مقادير صفت 

کند. در اين مدل مقاديري  بيني کننده بالقوه را ارزيابي مي پيش
اند را با توجه به  شده صورت آماري همگن در نظر گرفته را که به

ام متغير هدف و حفظ تمام مقاديري که ناهمگن هستند، ادغ
بيني کننده را از شاخه در  کند. سپس اين مدل بهترين پيش مي

کند به طوريکه هر فرزند گره از يک  درخت تصميم انتخاب مي
شده  هاي همگون نسبت به صفت انتخاب گروه از ارزش

طور  صورت بازگشتي تا آنجا که درخت به باشند. اين فرايند به مي
فت هدف پيوسته باشد، يابد. اگر ص کند، ادامه مي کامل رشد مي

و اگر اين صفت گسسته باشد  Fآزمون آماري مورداستفاده 
 . (Kisi et al., 2016)شود کاربرده مي آزمون مجذور مربع به

 

 C5مدل درخت 

ها به  بندي را با تقسيم داده دسته C5مدل درخت 
تر از والد خود  هايي که شامل رکوردهاي همگن زيرمجموعه

تقسيم  C5 باشند، انجام مي دهد. در مدل درخت تصميم مي
ها بر اساس فيلدي که بيشترين بهره اطلاعات را  کردن نمونه

وسيله اولين  گيرد. هر زير نمونه به شامل شود، صورت مي
گردد. سپس بر اساس فيلد جديد دوباره  مي انشعاب تعيين

ها  شود و اين فرايند تا زماني که زير نمونه بندي انجام مي تقسيم
شود. درنتيجه  امکان تقسيم شدن را نداشته باشند تکرار مي

رسند و آن  ترين سطح از نو آزموده مي ها به پايين انشعاب
 .گردند هايي که ارزش چنداني ندارند از مدل حذف مي انشعاب

را  21شاخص جينيو  25دو رويکرد بهره اطلاعاتيدر اين مدل از 

وسيله  بهره اطلاعاتي بهشود.  ها استفاده مي براي انتخاب مشخصه
بندي يک مجموعه داده  پس از تقسيم آنتروپيسنجش تغييرات 
بهره اطلاعاتي بر روي  .شود انجام ميها  بر اساس ويژگي

 آيد. ( زير به دست مي1)  رابطهاز  Aمشخصه 
 

(9)     ( )      ( )       ( ) 

دهد که از  ميزان آنتروپي را نشان مي INFOدر اين رابطه 
 آيد.  ( زير به دست مي8) رابطه

(8) 
    ( )   ∑        

 

   

 

براي  A از همچنين اطلاعات موردنياز )بعد از استفاده
ي زير به  از رابطه Dبندي  پارتيشن( براي دسته Vبه  Dتقسيم 

 .(Pang & Gong, 2009)آيد.  دست مي

(8) 
     ( )  ∑

|  |

| |

 

   

     (  ) 

 (NBمدل نيو بيزين )
قضيه بيزين يک روش از محاسبات احتمالي است و احتمال 
رخدادي که در آينده رخ خواهد داد وابسته به رخدادي است که 

داده است. اين تئوري توانايي خود يادگيري در سيستم  قبلًا رخ
شود. از تئوري  صورت گسترده استفاده مي هوشمند دارد که به

بيني حوادث آينده بر اساس حوادث حاضر  پيش توان براي بيزين مي
بندي نيو بيزين بر  ي آمار و احتمال استفاده کرد. دسته طبق نظريه
ها  بيني کننده هاي استقلال بين پيش و فرضيه Bayes پايه قضيه

براي ساختن، ساده و آسان است که  Bayesian است. يک مدل
ود براي ش بدون پارامتر پيچيده تکراري است که باعث مي

رغم سادگي،  هاي بسيار بزرگ مفيد باشد. به هاي داده مجموعه
اي  طور گسترده بندي بيزين اغلب جالب است و به دسته

 .(Anderson et al., 2023)گيرد مورداستفاده قرار مي
 

 Questمدل 

تقريباً يک مدل رشد درخت باينري است.  Questمدل 
بيني تقسيم،  شامل پيشQuest فرايند رشد درخت در مدل 

شده و شرط  بيني انتخاب انتخاب يک نقطه انشعاب براي پيش
توقف است. در اين مدل فقط تک متغير انشعابات در نظر گرفته 

ي  گيري براي انتخاب متغيرها با مقايسه شود. ملاک تصميم مي
P ي  مقدار مربوط به آمارهF  در آزمونANOVA  براي

ي خي دو مربوط به جدول  آمارهمقدار  Pمتغيرهاي کمي و 
شود. اين الگوريتم با  تقاطعي براي متغيرهاي کيفي انجام مي

نمايد،  گيري استفاده مي مقدار براي تصميم pتوجه به اينکه از 
شود  موجب تشکيل درختي نااريب براي متغيرها مي

(Ritschard, 2010). 
 

 مدل جنگل تصادفي
مبناي روش جنگل تصادفي، يادگيري گروهي است، 

ها را براي ارائه  بندي کننده تکنيکي که بسياري از طبقه
ترين  کند. مهم هايي براي حل مسائل پيچيده ترکيب مي حل راه

گيري  ويژگي مدل جنگل تصادفي عملکرد بالاي آن در اندازه
اهميت متغيرها براي مشخص کردن اينکه هر متغير چه نقشي 

بيني پاسخ دارد، است. اين مدل درواقع يک الحاقي از  در پيش
بيني کننده  بندي است. مدل پيش درخت رگرسيون و طبقه

گيري از نتايج حاصل از تمامي  جنگل تصادفي بر اساس ميانگين
هاي تصميم مربوطه استوار است و براي بسياري از  درخت

دهد.  جام ميبندي با صحت بالايي را ان ها، طبقه مجموعه داده
درخت تصادفي بردار ورودي را گرفته، آن را با هر درخت در 

هاي کلاسي هستند  بندي کرده و خروجي، برچسب جنگل طبقه
 .(Josso et al., 2023)که از اکثريت آرا دريافت شده است 

 

 (SVMمدل ماشين بردار پشتيبان تصميم )
مدل ماشين بردار پشتيبان، يک روش يادگيري با نظارت 

رود. هدف روش  بيني به کار مي بندي و پيش است که براي طبقه
اي با بهترين توانايي  بندي بردار پشتيبان، يافتن ابر صفحه طبقه
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هاي مربوط به دوطبقه با حاشيه )فاصله  تعميم براي تفکيک داده
موزشي( حداکثر است. در ترين داده آ بين ابر صفحه و نزديک

اين روش براي به دست آوردن نتايج دقيق، انتخاب تابع کرنل 
آورد،  صورت خطي درمي بهينه که خصوصيات غيرخطي را به

هاي  طورکلي تئوري يادگيري با استفاده از داده حائز اهميت است. به
مسئله يادگيري شامل  پذيرد در اين صورت آموزشي انجام مي

خواهد شد که بتواند      (   ) از بين توابع انتخاب تابعي 
 و بر اساس تابع توزيع شرطي Xپاسخ ناظر )هر بردار ورودي 

گرداند(  را بازمي yکه البته ثابت ولي نامعلوم است، مقدار ( | ) 
بيني نمايد. اين گزينش بر اساس  را به بهترين وجه پيش

است  (     )   (     )هاي آموزشي  اي از داده مجموعه
(   ) که بر اساس احتمال شرطي انتخاب  ( | ) ( )  

 .(Shin et al., 2005)شوند  مي
 

 (KNNترين همسايگي ) نزديک kمدل 

بندي بر  ترين همسايگي، يک مدل طبقه نزديک kمدل 
آموزشي  هاي اساس سنجش فاصله است. در اين روش، ابتدا داده

شود. سپس براي  ها در نظر گرفته مي هاي متناظر با آن و طبقه
هاي  از نمونه بندي يک نمونه جديد، فاصله آن با هريک طبقه

ترين  همسايه از ميان نزديک Kشده و  آموزشي محاسبه
درنهايت،  .گردند هاي آموزشي( انتخاب مي ها )نمونه همسايه

هاي  گيرد که بيشترين نمونه اي قرار مي نمونه جديد در طبقه
براي محاسبه  .اش در آن طبقه هستند همسايه Kموجود در 

مشاهداتي، از توابع فاصله هاي  فاصله هر نمونه جديد از نمونه
شود که در اين  مي مانند همينگ، اقليدسي و چبيشف استفاده

ر اين مدل براي دمطالعه، تابع اقليدسي مورداستفاده قرار گرفت. 
اهميت  Kبهترين نتيجه، تعيين مقدار بهينه پارامتر  دستيابي به

زيادي دارد که براي اين منظور، از روش سعي و خطا استفاده 
 (N & K.Thanushkodi, 2010). شد

 

 (ANNشبکه عصبي مصنوعي )

هاي  وتحليل داده ي عصبي مصنوعي، با تجزيهها شبکه
ها و بدون در نظر گرفتن فرآيند فيزيکي  ورودي و نتايج نظير آن

حاکم بر سيستم، قادر به ايجاد رابطه بين متغير وابسته و 
طورکلي، يک شبکه عصبي شامل سه لايه  مستقل هستند. به

هاي موجود در  ورودي، پنهان و خروجي است. تعداد نورون
نيز با  با توجه به نوع مسئله و ها هاي پنهان و تعداد اين لايه يهلا

طورکلي،  شود. به استفاده از روش سعي و خطا مشخص مي
بيني براي ساخت يک مدل رياضي  شبکه عصبي يک ابزار پيش

هاي شبکه  ترين مدل از يک سيستم ناشناخته است. يکي از مهم
 22يههاي عصبي پرسپترون چندلا عصبي، مدل شبکه

. در اين تحقيق جهت اجراي مدل (Alavi et al., 2010)است

خور با  شبکه عصبي مصنوعي از شبکه پرسپترون چندلايه پيش
قانون يادگيري پس انتشار خطا و براي تابع آموزش از الگوريتم 

هاي انتقال نيز براي لايه اول تابع  مارکوات و براي تابع-لونبرگ
ه دوم تابع خطي استفاده تانژانت هيپربوليک سيگوئيد و براي لاي

شده، مربوط به هر سه لايه شبکه  شد. اطلاعات شبکه طراحي
ي ورودي با  اين شبکه در لايه )ورودي، مخفي و خروجي( است.

مناسب اد تعدي خروجي تابع هدف و همچنين  لايه متغير، يک 9

ها و  بيني پيشن یه بهترـببي ایتـساي دبرپنهان ه یلاهاي  نورون

وخطا و  ي روش آزموناـر مبنـبدر شبکه خطا ن ازیمکمترين 

در اين  ن شد.یـیتعـيگموييدي سل نتقاابا تابع رون نوپنج بر ابر
ها  درصد داده 25ها جهت آموزش و  درصد داده 05مطالعه 

 ها استفاده شد. جهت صحت سنجي مدل

 

 بندي هاي دسته معيارهاي ارزيابي روش

ها معرفي  دستهدر اين بخش معيارهايي جهت ارزشيابي 
ها  ها در پيشگويي برچسب کلاس شود و چگونگي عملکرد آن مي

هاي آموزشي و هم  ها هم در داده گردد. اين شاخص بررسي مي
 هاي آزمون مورداستفاده قرار گرفتند. در داده
 

 ريختگي )اغتشاش( ماتريس درهم
بندي را با توجه  اين ماتريس چگونگي عملکرد مدل دسته

هاي مسئله  ده ورودي به تفکيک انواع دستهبه مجموعه دا
( براي يک مسئله دو کلاس 8دهد. جدول ) بندي نشان مي دسته

به  TNو  TP ،FN،FPدهد. در اين ماتريس مفاهيم  نشان مي
: بيانگر تعداد رکوردهايي است که دسته TPشرح ذيل است. 

ها را  بندي نيز دسته آن ها مثبت بوده و مدل دسته واقعي آن
: بيانگر تعداد FNدرستي مثبت تشخيص داده است.  به

ها مثبت بوده و مدل  رکوردهايي است که دسته واقعي آن
: FPاشتباه منفي تشخيص داده است.  ها را به بندي آن دسته

ها منفي بوده و  رکوردهايي است که دسته واقعي آن بيانگر تعداد
اشتباه مثبت تشخيص داده  ها را به بندي نيز دسته آن مدل دسته

ها  : بيانگر تعداد رکوردهايي است که دسته واقعي آنTNاست. 
درستي منفي  ها را به بندي نيز دسته آن منفي بوده و مدل دسته

شاش معيارهاي دقت تشخيص داده است. با توجه به ماتريس اغت

( تعريف EC) 22بندي ( و معيار خطاي دستهCA) 21بندي طبقه

دهنده اين  ( اين معيار نشانCAبندي ) شد. معيار صحت دسته
شده چند درصد از کل مجموعه  است که طبقه طراحي
بندي کرده است و از  درستي دسته رکوردهاي آزمايشي را به

( آمده است 5رابطه )در  ECآيد. معيار  ( به دست مي9رابطه )
ترين مقدار  بندي است. کم که دقيقاً برعکس معيار صحت دسته

آن برابر صفر )بهترين کارايي( و بيشترين مقدار آن برابر يک 
 ترين کارايي( است. )ضعيف
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 بندي دو کلاسه جهت دسته. ماتريس اغتشاش 2جدول 

  رکوردهاي تخميني

  دسته مثبت دسته منفي

 دسته مثبت FN TP رکوردهاي واقعي

TN FP دسته منفي 

 
 (ROC) 20منحني مشخصه عملکرد سيستم

دهي  ابزاري براي به تصوير کشيدن، سازمان ROCمنحني 
هاست.  ها بر اساس کارايي آن بندي کننده کردن و انتخاب دسته

ها نرخ  هاي دوبعدي هستند که در آن منحني ROCهاي  منحني
و نرخ  Yروي محور  (TPRتشخيص صحيح دسته مثبت )

شود.  رسم مي X( روي محور FPR) تشخيص غلط دسته منفي
اند  نقاطي قرارگرفته ROCخط نيمساز منحني  در نقاط بالاي

بيشتر است. به معناي  FPRها نسبت به  که مقدار حساسيت آن
که در اين بخش، نرخ مثبت صحيح بيشتر از نرخ مثبت  آن

کاذب است. قرار گرفتن نقاط در اين محيط مطلوب خواهد بود؛ 
را دارند FPR ترين و پايين TPR بنابراين نقاطي که بالاترين

و  TPRنقاط مطلوب اين منحني هستند. در اين تحقيق مقادير 
FPR ( به دست آمدند.9( و )8هاي ) از رابطه 
 

(8)     
  

     
 

(9)     
  

     
 

 
 AUCشاخص 

معيار مهم ديگر که براي تعيين ميزان کارايي يک طبقه بسيار 
دهنده سطح زير  است. اين معيار نشان AUCمؤثر است معيار 

مربوط به يک طبقه  AUCاست. هرچقدر عدد  ROCنمودار 
 شود. تر ارزيابي مي تر باشد کارايي نهايي طبقه مطلوب بزرگ
 

 نتايج و بحث

بندي در  هاي دسته در اين مطالعه بعد از ايجاد مدل
ها با توجه به  انواع مدل SPSS Modeler 18.0افزار نرم

ريختگي، منحني مشخصه  معيارهاي ارزيابي ماتريس درهم
 مقايسه شدند. AUCعملکرد سيستم و شاخص 

 

 ها و نتايج ي مدل مقايسه
ها با استفاده  پردازش داده ابتدا عمليات پيشدر اين تحقيق 

 26ها پردازش خودکار داده پيشاز 
(ADP)  انجام و سپس براي

( ارتباط 8جدول ). استفاده شد PCAکاهش ابعاد از روش 

را نشان  PCAها با استفاده از روش  همبستگي بين شاخص
بعد  5گردد ابعاد به  طور که مشاهده مي دهد. همان مي

ميانگين فشار بخار ( 8اند. با توجه به جدول ) يافته کاهش
(ewm) ،( ميانگين دماي نقطه شبنمtdm)،  دماي ميانگين
(tm،) ( دماي ماکزيممtmax( دماي مينيمم ،)tmin)  و ميانگين

( در بعد اول قرار گرفتند. در بعد دوم ميانگين twetmدماي تر )
(، بعد سوم ffmax( و ماکزيمم سرعت باد )ffmسرعت باد )

( و ماکزيمم ابرناکي روزانه nmشامل ميانگين ابرناکي روزانه )
(nmax،) بعد چهار( م فشار ميانگين سطح ايستگاهp0m و )

ميانگين رطوبت ( و همچنين pmفشار ميانگين سطح دريا )
( و ماکزيمم رطوبت umin(، مينيمم رطوبت نسبي )umنسبي )
( ميزان 9در بعد پنجم قرار گرفتند. جدول ) (umaxنسبي )

رديف  دهد. با توجه به را نشان مي بعد 5ارزش و تأثير هر يک از 
گردد مقدار تجمعي درصد مقدار  جدول، مشاهده مي سوم اين

درصد از تغييرات را پوشش  79ويژه ابعاد يک تا پنج حدود 
شاخص  95جاي استفاده از  اند؛ بنابراين در اين تحقيق به داده

شد.   آمده از روش کاهش ابعاد استفاده دست شاخص به 5اوليه از 
 درصد خطا ( وCAصحت )نتايج محاسباتي معيارهاي  5جدول 

(ERرا براي روش ) کاوي  هاي دادهRT ،C5 ،ANN ،SVM ،
BN ،KNN ،CHAID  وQUEST هاي آموزش  به تفکيک داده

( مشاهده 0طور که از جدول ) هماندهد.  و آزمون نشان مي
 9/91ترين همسايگي با معيار صحت  نزديک kشود روش  مي

درصد  11/09مقدار  SVMهاي آموزشي و الگوريتم  براي داده
کاوي  هاي داده هاي آزمون بهترين عملکرد را بين مدل براي داده
شود اين  ( مشاهده مي5در جدول ) AUCي  با مقايسهداشتند. 

درداده  789/0ترين همسايگي برابر  نزديک kمقدار براي مدل 
براي الگوريتم  785/0هاي آزمون مقدار  ناي آموزش و درداده

SVM .منحني عملکرد سيستم به دست آمد (ROC ) براي
مطابق نمودار ( آورده شده است. 1ها در شکل ) مقايسه مدل

منحني مشخصه عملکرد هر چه منحني از خط قطري فاصله 
بيشتري داشته باشد نشان از دقت بيشتر مدل است. نتايج در 

بيني براي  دهد که بهترين مدل ازلحاظ پيش ( نشان مي8شکل )
هاي آزمون  است. براي داده KNNمدل  هاي آموزشي داده

ها تقريباً يکسان بوده است. مساحت زير  مدل ROCمنحني 
 KNNاست براي مدل  AUCکه همان شاخص  ROCنمودار 

ها بهتر عمل کرده است. با توجه به  نسبت به ديگر مدل
هاي بارش همدان مدل  گيري شده براي داده هاي اندازه شاخص
KNN ت.بهترين مدل بوده اس 

ريختگي( تعداد روزهاي  ماتريس اغتشاش )درهم( 8جدول )
شده  بيني هاي واقعي و پيش وقوع و عدم وقوع بارش بين داده

دهد.  نشان ميهاي مورد مقايسه  آموزش را براي مدل
هاي اين مطالعه متعادل نيستند و  که توزيع کلاس ازآنجايي
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بارش باهم هاي بدون بارش و با  هاي برچسب کلاس تعداد داده
اختلاف زيادي دارند از دو سنجه ميزان حساسيت و خاصيت نيز 

شده است. شاخص  کاوي استفاده هاي داده ي مدل براي مقايسه

هاي مثبت درست ) حساسيت نرخ پاسخ
  

     
( و شاخص 

هاي منفي درست ) عنوان نرخ پاسخ خاصيت به
  

     
( را نشان 

گردد با توجه  ( مشاهده مي8ز جدول )طور که ا دهند. همان مي
بيني  در پيش SVMو  KNNهاي  به شاخص حساسيت مدل

هاي آموزش بهتر عمل کردند.  عدم وقوع بارش براي داده
بيني وقوع بارش  همچنين با توجه به شاخص خاصيت در پيش

( 9نتايج بهتري داشتند. جدول ) KNNو  RTهاي  مدل
ع و عدم وقوع بارش بين ماتريس اغتشاش تعداد روزهاي وقو

هاي مورد  شده آزمون را براي مدل بيني هاي واقعي و پيش داده
( مشاهده 9طور که از جدول ) دهد. همان نشان ميمقايسه 

هاي آزمون براي شاخص حساسيت  گردد با توجه به داده مي
ها  نسبت به ديگر مدل CHAILDو  SVMهاي  کارايي مدل

وجه به شاخص خاصيت براي بهتر عمل کردند. همچنين با ت
از کاراتر بودند.  C5و  KNNهاي  بيني وقوع بارش مدل پيش

شده است  يادگيري ماشين نظارتمدل يک  KNN مدل آنجايکه
سازي  هاي آن سادگي و آساني اين مدل براي پياده و از ويژگي

 رگرسيونبندي و  براي حل مسائل طبقه KNNاست. مدل 

. همچنين اين مدل از دقت نسبتاً گيرد مورداستفاده قرار مي
. بنابراين (Alcantara & Ahn, 2021)بالايي برخوردار است

بيني بارش  براي پيش KNNنتايج حاصل از خروجي الگوريتم 
نتايج  اطمينان هستند. باران در ايستگاه سينوپتيک همدان قابل

که ( 2522لي و همکاران )اين تحقيق با نتايج تحقيق 
بيني بارش باران را در کشورهاي ايتاليا و سوئيس با  پيش

هاي يادگيري ماشين مطالعه کردند و نشان  استفاده از مدل
کارايي بهتري داشته است در يک راستا  KNNدادند که روش 

ي آفتاب و  است. همچنين نتايج اين تحقيق با نتايج مطالعه
بيني بارش باران را براي لاهور  ( که پيش 8092همکاران )

کاوي بررسي کردند و  هاي داده پاکستان با استفاده از تکنيک
خوبي  اند به توانسته KNNو  SVMهاي  نشان دادند که مدل

خواني  بيني کنند، هم بندي بارش و عدم بارش را پيش کلاس
-ES(  مدل ترکيبي 8092ي مليکا و نيرمالا ) دارند. در مطالعه

KNN  با استفاده از معيار درصد ميانگين مطلق خطا براي
تري به  بيني بارندگي در شهر چناي هند نتايج مطلوب پيش

لعه دست آمد. مشخص شد نتايج تحقيقات ذکرشده با اين مطا
هم سو و منطبق است. همچنين نتايج تحقيق حاضر با برخي از 

( که نشان 9879تحقيقات داخلي ازجمله مهتابي و همکاران )
خوبي وقوع بارش روزانه در  به KNNو  SVMهاي دادند  مدل

بيني کردند. همچنين  مدرسي و عراقي  شهر اصفهان را پيش
نشان دادند که ( که 8098( و ستاري و همکاران )8099نژاد )

هاي آزمون و آموزش کمترين  در داده KNNو  SVMهاي  مدل
 اند در يک راستا هستند. خطا را براي کيفيت آب به دست آورده

 

 گيري نتيجه
بيني وضع هوا در محدوده وسيعي از زندگي روزمره  پيش 

توان به  هايي از اين کاربرد مي داراي کاربرد است. براي نمونه
هوا در زندگي عادي، مسائل اقتصادي، ورزشي، بيني وضع  پيش

عنوان يکي از  پزشکي و نظاير آن اشاره نمود. بارش نيز به
ترين عناصر اقليمي نقش مهمي را در زندگي تمام  مهم

موجودات دارد. در کشور ايران همچنين به سبب وابستگي 
هاي اقتصادي به مقدار و توزيع زماني  اي از فعاليت بخش عمده

گاهي از ميزان و زمان وقوع بارش داراي اهميت بسيار بارش آ
زيادي است؛ بنابراين در راستاي اهميت موضوع و باهدف 

هاي  کاوي از داده هاي موجود در داده ي مدل ارزيابي و مقايسه
ايستگاه سينوپتيک  1190تا  1100سال از سال  21روزانه 

اران با فرودگاه همدان براي متغير بارش يا عدم وقوع بارش ب
ميانگين متغير تأثيرگذار بر ميزان بارش مثل  10استفاده از 

ميانگين دماي ، ابرناکي، ميانگين رطوبت نسبي، دماي ميانگين
شده  تر، ميانگين سرعت باد، ماکزيمم سرعت باد و. پرداخته

ها به مقايسه  سازي داده پردازش و نرمال . بعد از پيشاست
هاي  کاوي پرداخته شد. نتايج مقايسه مدل هاي مختلف داده مدل

با  SVMو  KNNهاي  کاوي نشان داد که مدل مختلف داده
ها کارايي بهتري براي  توجه به معيار صحت نسبت به ديگر مدل

اند.  داشتهمشخص نمودن وقوع بارش و عدم وقوع بارش باران 
 KNNمدل  AUCنتايج نشان داد که با توجه به شاخص 

ها بهتر عمل کرده است. همچنين در اين  نسبت به ديگر مدل
هاي تحقيق بين  ي مدل ماتريس اغتشاش براي مقايسهتحقيق از 

شده استفاده شد. نتايج نشان داد در  بيني هاي واقعي و پيش داده
 SVMو  KNNهاي  شاخص حساسيت مدلهاي آموزش  داده

هاي  بيشتر بوده است. همچنين با توجه به شاخص خاصيت مدل
RT  وKNN شاخص هاي آزمون  در داده اند. نتايج بهتري داشته

هاي  بيشتر و مدل CHAIDو  SVMهاي  حساسيت مدل
KNN  و درختC5 اند.  با توجه به شاخص خاصيت کاراتر بوده

باران در استان  با توجه به روند چشمگير کاهش ميزان بارش
ميزان وابستگي فضاهاي طبيعي به همدان، کاهش منابع آب و 

بيني دقيق باران با استفاده  پيش هاي جوي در اين منطقه، ريزش
تواند کمک  مي SVMو  KNNکاوي مانند  هاي داده از روش

هاي  ريزي منابع آب، فعاليت شاياني در مديريت و برنامه
دسترس،  محدوديت آب قابل. کشاورزي، گردشگري و غيره کند

توزيع غيريکنواخت آن در سطح استان همدان، الگوي نامناسب 
شهرنشيني و مراکز سکونتگاهي و نوع و شيوه توليد محصولات 
زراعي، تأمين آب موردنياز را در اين منطقه از کشور مشکل 

به لحاظ موقعيت ويژه  . همچنين اين استانساخته است

https://raahbord.com/linear-regression/
file:///I:/مجلات/مجله%20آب%20و%20خاک/مقالات%20%20نشریه%20حفاظت%20منابع%20آب%20و%20خاک/شماره%2052/فايل%20اصلي%20اين%20شماره/WSRCJ-2310-11411.docx%23_ENREF_2
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اي درزمينه كشت  هاي گسترده ريزي كشاورزي مستلزم برنامه
هاي استراتژيك نظير گندم و جو و ...، است، اين  بعضي محصول

ريزي بدون شناخت بارش و بدون در نظر گرفتن توزيع  برنامه
رو مطالعات  رسد ازاين زماني و مكاني بارش موفق به نظر نمي

 يشناس ها و اطلاعات اقليم روز كردن داده اقليمي در استان و به
رسد.  ضروري به نظر مي ها در آينده خصوصاً بارش و شرايط آن

هاي ديگر مثل روزهاي آفتابي،  در نظر گرفتن برچسب کلاس
عنوان پيشنهاد ارائه  روزهاي برفي و روزهاي باراني و برفي به

که متغير ميزان بارش يک متغير  گردد. همچنين ازآنجايي مي
هاي  ش از مدلبيني بار توان براي پيش عددي است مي

هاي عصبي و مدل مارکف  ، شبکهARMAرگرسيون، 
 بيني ميزان بارش استفاده نمود. سوئيچينگ براي پيش

 

 
 هاي آموزش و آزمون هاي تحقيق در داده براي مدل (ROC: منحني مشخصه عملکرد سيستم )3شکل 

 

 هاي تحقيق هاي داده مشخصه. ماتريس همبستگي بين 3جدول 

 

 وسيله روش کاهش ابعاد آمده به دست . مقادير ويژه ابعاد به4جدول 

  (ewmبعد اول ) (ffmبعد دوم ) (nmبعد سوم ) (p0mبعد چهارم ) (umبعد پنجم )

 مقدار ويژه 78/9 85/8 28/9 79/0 76/0

 درصد مقدار ويژه 29/58 82/99 99/98 02/8 47/4

 درصد تجمعي مقدار ويژه 29/58 97/90 70/28 77/22 44/33

 

 هاي آموزش و آزمون هاي تحقيق به تفکيک داده مدل AUC( و شاخص ER(، درصد خطا )CA. نتايج محاسباتي معيارهاي درصد صحت )4جدول 

QUEST CHAID KNN BN SVM ANN C5 RT )ها نوع داده معيار )درصد 

(90727)98/29  (99079)87/22  (99599)7/79  (99085)08/22  (99809)78/27  (99858)55/27  (99829 )92/27  (90707)28/28  (CAصحت ) هاي  داده
 آموزش

(9598)59/98  (9999)99/99  (9092)9/2  (9500)79/99  (9889)09/90  (9898)95/90  (9829)88/90  (9858)92/98  (ERخطا ) 

27/0  78/0  79/0  AUCشاخص  92/5 92/5 92/5 92/5 91/5 

(8829)98/28  (8828)78/28  (8985)97/22  (8878)98/29  (8959)98/27  (8988)98/22  (8998)7/29  (8599)8/28  (CAصحت ) هاي  داده
 آزمون

(907)89/98  (909)09/98  (885)29/99  (872)22/98  (888)29/90  (889)22/99  (899)9/98  (597)2/98  (ERخطا ) 

22/0  78/0  70/0  AUCشاخص  09/5 09/5 91/5 92/5 92/5 
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 هاي تحقيق هاي آموزش مدل . ماتريس اغتشاش کلاس وقوع و عدم وقوع بارش براي داده6جدول

 شاخص حساسيت بيني هاي پيش داده ها بندي کلاس طبقه وع دادهن مدل
 )درصد( 

 شاخص خاصيت 
 (yوقوع بارش ) (nعدم وقوع بارش ) )درصد(

RT هاي  داده
 واقعي

  2529 9990 8/25 (nعدم وقوع بارش )

 898 8885  5/79 (yوقوع بارش )

C5 هاي  داده
 واقعي

  7892 898 5/78 (nعدم وقوع بارش )

 882 9708  7/99 (yوقوع بارش )

ANN هاي  داده
 واقعي

  7952 588 8/79 (nعدم وقوع بارش )

 999 9979  8/90 (yوقوع بارش )

SVM هاي  داده
 واقعي

  7809 999 2/75 (nعدم وقوع بارش )

 299 9879  2/88 (yوقوع بارش )

BN هاي  داده

 واقعي

  7898 202 7/79 (nعدم وقوع بارش )

 878 9297  9/98 (yوقوع بارش )

KNN هاي  داده
 واقعي

  7889 900 78 (nعدم وقوع بارش )

 892 9788  8/95 (yوقوع بارش )

CHAID هاي  داده
 واقعي

  7590 599 2/79 (nعدم وقوع بارش )

 9089 9999  52 (yوقوع بارش )

QUEST هاي  داده
 واقعي

  7858 882 88/78 (nعدم وقوع بارش )

 702 9888  8/89 (yوقوع بارش )

 
 تحقيق هاي مدل هاي آزمون . ماتريس اغتشاش کلاس وقوع و عدم وقوع بارش براي داده7جدول 

 شاخص حساسيت بيني هاي پيش داده ها طبقه بندي کلاس نوع داده مدل
 )درصد(

 شاخص خاصيت
 (yوقوع بارش ) (nعدم وقوع بارش ) )درصد(

RT هاي واقعي داده ( عدم وقوع بارشn) 8059 909 5/28  

 580 995  92 (yوقوع بارش )

C5 هاي واقعي داده ( عدم وقوع بارشn) 8898 997 9/78  

 975 990  87/87 (yوقوع بارش )

ANN هاي واقعي داده ( عدم وقوع بارشn) 8878 957 5/78  

 802 989  89/89 (yوقوع بارش )

SVM هاي واقعي داده ( عدم وقوع بارشn) 8899 999 85/75  

 888 998  85 (yوقوع بارش )

BN هاي واقعي داده ( عدم وقوع بارشn) 8888 899 79  

 887 908  7/88 (yبارش )وقوع 

KNN هاي واقعي داده ( عدم وقوع بارشn) 8800 955 82/78  

 890 985  90 (yوقوع بارش )

CHAID هاي واقعي داده ( عدم وقوع بارشn) 8899 999 85/75  

 870 895  8/59 (yوقوع بارش )

QUEST هاي واقعي داده ( عدم وقوع بارشn) 8829 999 7/78  

 885 900  88 (yبارش )وقوع 
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2 mean square error 
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7 haidar and verma 
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9 mallika and nirmala 

10 mean absolute percentage error 
11 support vector regression 
12 support vector regression 
13 long-short term memory 

14 convolutional neural network 

15 markuna  
16 he  

17 an improved gradient boosting algorithm 

18 automated data preparation 
19 principal component analysis 
20 information gain 
21 gini index 

22 multilayer perceptron neural network  
23 classification accuracy 

24 classification error 

25 receiver operating characteristic 
 


